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RESUMO

Ege trabaho faz um estudo sobre a tecnologia de mineracdo de dados,
desde sua origem dentro do processo de descoberta de conhecimento em bases de dados,
até sua mais recente aplicacdo que é o ambiente Web. A tecnologia de mineracdo de
dados, a qua vem s destacando muito atuamente, devido a grande tendéncia mundia
pela busca de conhecimento (til escondido nas bases de dados, sera abordada neste
trabaho levando-se em consideracdo suas caracteristicas, processos, agoritmos,
técnicas, &eas de utilizacdo, tendéncias futuras, entre outros aspectos que merecem
importancia no esudo desta tecnologia nova e promissora, tanto na busca de
conhecimento em banco de dados tradicionais de empresas, como também na World
Wide Web.

Pdavras-chave: Banco de Dados, Descoberta de Conhecimento em Bancos (Bases) de
Dados, Mineragcdo de Dados, Mineragdo de Dados na Web, Mineracéo de Contelido na
Web, Mineracéo de Dados de Usuérios na Web, Conhecimento.



ABSTRACT

This work is a sudy on the technology of mining data, from its origin in the
process of discovery of knowledge in data bases, to its most recent gpplication - the
Web. The technology of mining data, which is becoming famous nowadays, due to the
great world tendency of searching for useful knowledge hidden in data bases, will be
gpproached in this work, teking into account its characteristics, processes, agorithms,
techniques, areas of usage, future tendencies among other aspects that deserve an
important place in the dudy of this new and promisng technology, in the search for
knowledge in traditiond data basesin companies aswell asin the World Wide Web.

Word-key: Database; Knowledge Discovery in Databases, Data Mining, Web Mining,
Web Content Mining, Web Usage Mining, Knowledge.
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1 INTRODUCAO

Atudmente o ambiente de negdcios cresce muito, e com ele cresce também
a quantidade de informagBes armazenadas, tornando a tecnologia da informacéo o fator
chave para se conseguir destagque no mercado. Ela é quem determinard a dta eficiéncia
de uma organizacdo e destinguira os competidores que sobreviverdo dos que cairdo por
tera A mehor utilizagdo da tecnologia da informacdo pelos competidores se gpresenta
como uma vantagem, pois esta agrega valores nas decisdes a serem tomadas, sendo que
edas decisies sf0 crucias e tem de sarem mas eficientes possiveis. Uma melhor
andise dos dados visa descobrir o que é redmente rdevante para uma tomada de

decisao.

Visando, entéo, esta busca desesperada pea melhor utilizagdo desta
tecnologia, organizacBes estéo migrando cada vez mais para 0 processo de descoberta
de conhecimento em bases de dados, cujo objetivo principd € a mineracdo de dados
para obtencdo de conhecimento Util e respectivo lucro através da aplicacdo desse
conhecimento descoberto.

O termo descoberta de conhecimento em base de dados - DCBD
(Knowledge Discovery in Databases - KDD) foi formdizado em 1989 em referéncia ao
amplo conceito de procurar conhecimento em dados. O termo mineracdo de dados, €
entdo a etapa de aplicacdo de técnicas/ferramentas para apresentar e andisar dados. A
denominacdo "mineracdo de dados' tem sSdo utilizada por edtaidicos, andistas de
dados e a comunidade de sstemas de gerenciamento de informacdo (management
information systems - MIS), enquanto que KDD tem sdo utilizada por pesquisadores na
aeadeintedigéndaatificid.

Além das organizagbes buscarem se aprimorar cada vez mais nesta &ea de
descoberta de conhecimento em bases de dados, 0 crescente avanco da Internet e da
multiplicacdo das bases de dados na Web fez com que estas organizagbes buscassem
também concorrer dentro do ambiente da WWW World Wide Web), dando origem ao
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e-commerce (comércio €etrbnico), onde grande nimero de empresas comercias

passaram a disponibilizar seus produtos, servicos e informagdes através da rede.

Devido a esta invasdo da Web pelas organizaghes e ap consecutivo aumento
explosvo das fontes de informacdo disponivel neste ambiente, tornou-Se necessario
para as organizagOes utilizarem ferramentas automeatizadas para achar, extrair, filtrar, e
avdiar informagdes e recursos desgados, visando obter lucro também dentro da Web.
Desa forma deurse origem a0 termo descoberta de conhecimento na Web, mas
conhecido como mineracéo de dados na Web (Web Mning).

Um outro ponto importante na aplicacdo de mineragdo de dados na Web,
aém da procura peo conhecimento que esta camuflado nas bases de dados e, que se
extraido de forma correta, pode trazer lucro as organizacOes, € a busca de conhecimento
disponivel nos bancos de dados de forma clara, ou sga, a busca por contelido presente
na Web, pois 0 avango da Internet trouxe a crescente insatisfacdo dos usuaios que
buscam por conhecimento na Web, os quais perdem muito tempo pesquisando, tendo em
vigta que encontram-se, via de regra, perdidos neste grande universo de informagoes
locdizadas de forma dispersa e de dificil locaizacdo. A expanséo da Internet também
fez com que a globdizacdo da informacdo se tornasse um fao red e com isso, a luta
para obte-la de forma mas rgpida e eficiente cresceu muito. Tendo em vida edas
necessdade, técnicas para mineracdo de dados na Web também sdo aplicadas neste
ramo, visando uma mehor performance na busca do conhecimento desgjado, pois
embora navegar por meio de hiperlinks sga f&cil e divertido, de fdha como um meio de
descoberta de informagdes na Web.

O trabdho proposto tem por objetivo expor a técnica de mineracdo de
dados, desde sua origem dentro do processo de descoberta de conhecimento em bases de
dados (DCBD), passando por sua aplicacdo em banco de dados tradicionais até chegar a
Sua mais nova aplicagdo, ou sga, a mineracdo de dados no ambiente Web, a qud utiliza-
se de adaptagBes das técnicas tradicionais de mineracdo de dados. A apresentacdo da
Mineracdo de Dados na Web (Web Mining) sera abordada levando-se em consideracéo
Uas duas principas formes a minerag@ visando a busca de conhecimento e a

mineracdo visando a busca de contetido na Web.



Ege trabdho foi dividido em sais capitulos. O primero capitulo gpresenta

uma breve introducéo sobre o contelido que serd mostrado neste trabal ho.

No segundo capitulo, € gpresentado os fundamentos da &ea de Descoberta
de Conhecimento em Bases de Dados, onde seréo mostrados conceitos e definicbes de
diversos autores nesta &rea. Sera exposto também neste capitulo as técnicas e as fases
deste processo de DCBD, com suas devidas caracterigticas, dando um leve destague ao
nicleo deste processo, que € a Mineragdo de Dados, e por fim serdo apresentadas as

dificuldades que ainda sfo encontradas nesta &eanovae promissora.

O terceiro capitulo se detém no estudo do nicleo da mineracdo de dados
propriamente dita. Neste capitulo serdo apresentados os fundamentos da mineracdo de
dados, primeiramente mostrando uma introducéo a esta etapa téo importante do DCBD,
em seguida mostrando os diferentes tipos de andises de dados, de modelos de
descoberta, de tecnologias de mineracdo, sendo que edtas tecnologias também serdo
mostradas através dos agoritmos de Data Mining, os quais variam de acordo com as
condigbes de mineraco. Aqui é apresentado 0 processo de mineracdo de dados ande

edtatecnologiateveinicio, ou sga, gplicado em ambientes fora da Web.

O quarto capitulo apresenta 0 mais novo campo de aplicacdo desta técnica
de mineracéo, a Web. Campo este que esta crescendo muito, pois com 0 acréscimo de
dados que trafegam e se acumulam na rede cresce também a necessidade de se achar um
meio que condga filtrar estes dados que estéo disponibilizados de forma desorganizada
na Web. Serd mostrado neste capitulo uma pequena introducéo a esta area de Web
Mining, e também as técnicas e feramentas que estdo atuando na Web, tanto na
mineracdo de contelido (paginas), como na mineragdo de informagdes especificas de

usuarios, que encontram-se camufladas nos bancos de dados.

O quinto capitulo gpresenta as tendéncias futuras para esta tecnologia, tanto
na aplicacdo em banco de dados tradicionais, como na Web, identificando as técnicas e
ferramentas que serdo utilizadas, as &eas que merecem maior estudo, e também as
dificuldades que ainda serdo encontradas na aplicacéo desta tecnologia de mineracéo de
dados.
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Por fim, serdo gpresentadas as conclusdes e as referéncias bibliografias.
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2 DCBD —DESCOBERTA DE CONHECIMENTO
EM BASE DE DADOS

2.1 Introducao ao Processo de DescobertaemBD

Segundo Witthrich apud Xavier, Descoberta de conhecimento € o processo
capaz de gerar informacbes automaticamente, a partir de exemplos de uma base de
dados, e representéla de forma que os seres humanos possam entendé-la A forma
compreensivdl a qud foi citada na definicio acima € aguda na quad exige agum
formaismo ambdlico, os quais poderiam ainda ser traduzidos para linguagem naurd
(LN) [XAV 00].

Quando se desga que um processo de descoberta de conhecimento se

redize deformaautométicaé necessirio seter 0s seguintes eementos:

Um objeto, representado por um atributo da base de dados. Por
exemplo, um atributo que indique que a empresa € bem gerenciada, possibilitando que o
Sstema possa descobrir regras que evidenciem uma empresa bem gerenciada.

Um conjunto de treino que, no exemplo citado acima, conteria
informagdes sobre diversas companhias, aquelas que sGo bem gerenciadas (exemplo) ou

ndo (contra-exemplos).

Também, segundo o mesmo autor, a abordagem da DCBD se da seguinte
forma[XAV 00]:

. Simbdlica, devido a utilizacdo de regras,

. Supervisionada, porque o Sstema visa encontrar um objetivo;
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. Orientada a base de dados, pois como os exemplos estéo
representados em uma base de dados o0 objetivo é dado em termos de atributo ou valor

de atributo sobre o qual se desgja descobrir;

. Extensivel no sentido de que as regras descobertas podem ser somadas

aoutras regras.

O mecanismo bésico para a descoberta do conhecimento é chamado
gorendizado indutivo. Humanos, bem como outras crigiuras inteigentes, os quais sao
chamados genericamente de Sstemas cognitivos, procuram entender seu  ambiente
através de representacOes feitas de forma smplificada, chamadas modelos. O processo

de construcéo destes model os do ambiente é chamado gprendizado indutivo [HOL 94].

A DCBD busca um processo de aprendizagem de forma indutiva, ou sga,
buscando representagbes intencionals da informacdo especificada em uma base de
dados. Além disso, da utiliza técnicas de aprendizado de maquina (AM), que estdo
ligadas diretamente a &rea da intdigéncia artificid, pois como a quantidade de hipGteses
de relacionamentos, ou sga, formulas, regras, etc, que podem ser geradas a partir de
uma base de dados € enorme, torna-se completamente invidvel a busca exaudtiva por

este conhecimento.

2.2 A Mineracao de Dados no Sistema de DCBD

De acordo com os conceitos anteriores, a Descoberta de Conhecimento em
Base de Dados nada mais € do que 0 processo que visa extrair de uma grande base de
dados agueles conhecimentos que sgam novos, Utels e  interessantes, sendo que este
processo se da de forma iterativa e interativa. O processo € dito iterativo pois € formado
por uma série de etapas seqlienciais, onde se pode retornar as descobertas redlizadas, ou
a fdta delas podem levar a novas hipiteses de descobertas. E 0 processo torna-se
interativo, pois neste caso, 0 usuaio pode decidir pela retomada dos processos de
mineracdo ou a uma nova sdegdo de atributos, por exemplo, para vaidar hipoteses que

surgiram durante 0 processo.
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O processo de DCBD é composto por uma série de atividades, dentre
atividades, a mineracéo de dados, por sua vez, € considerada 0 nlcleo do processo, pois
ela é responsavel pela aplicacdo dos dgoritmos de extracdo de padrdes a partir de
dadog[FAY 96].

Na figura 1 abaixo, € mostrado o processo genéico de descoberta de
conhecimento em bases de dados, segundo Fayyad, com suas devidas fases, ou sga,

seus devidos processos aplicados as bases de dados.

BANCO DE DADOS

k PRE-PROCESSAMENTO

MINESET

h DATA MINING

BANCO DE DADOS

b POS-PROCESSAMENTO

CONHECIMENTO

Figura 1 — Processo Genérico de DCBD [FAY 96]

a) Pré-processamento: Visa criar representagbes convenientes para 0S
agoritmos de mineragdo, a partir da base de dados. Inclui a sdecdo, amostragem,
transformacOes de representaco, etc.

b) Mineracdo de Dados: Aplicagdo de Algoritmos de gprendizado aos
dados pré-processados;

c) Pés-processamento: é responsavel pela sdecdo e ordenacdo das
descobertas  interessantes que aconteceram  na  minegracdo, também cuida dos

mapeamentos de representacdo de conhecimento e geracdo de relatorios.
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2.2.1 Pré-Processamento

A etapa de pré-processamento envolve varios aspectos a serem considerados
dentre eles podemos destacar a definicdo e entendimento do problema, a coleta e
extracd dos dados, organizacéo dos dados e a engenharia dos dados, como mostra a
seguir afigura2[FAY 96].

Definicdo e Coletae Organizacdo  Engenharia Mineragéo
Entendimentodo extracdo dos Dados dos Dados de dados
Problema

—»@—» 4@—»%—”

Dados Base para Val{dacdo

DadosBrutos | DadosExtraidos | Explorados Mineracdo dos
resultados

Conhecimento

Figura 2 — Representacao do Processo de Pré-Processamento na DCBD [FAY 96]

a) Definicdo e Entendimento do Problema: primeramente é necessiio
se dHfinir e entender bem o problema que se desga solucionar, porém deve ser feito um
exame mas detdhado desta dividade, pois se ndo tivermos um claro entendimento do
problema e do objetivo que se quer atingir, os resultados obtidos no processo de
mineracdo poderéo ser totalmente despreziveis. O problema ent8o, deve ser definido de
forma conjunta entre 0 andista de mineracdo e 0 especialista da &ea determinada, para
gue desta forma o problema sga especificado da mehor forma possivel, ou sga, aguda
em gue os resultados obtidos possam ser medidos.

b) Coleta e Extracdo dos Dados. esta fase se destina a obtencéo de dados
relevantes para a solugdo do problema, sendo que estes dados podem vir de vérias
fontes como: banco de dados operacionais ou de um Data Warehouse, adquiridos de
terceiros, estatisticas publicas e outros. Os dados também podem ser coletados atraves
de diversas tabelas, podendo haver ainda cruzamento de dados com terceiros para

posterior mineragd, como por exemplo em um Sstema bancério, onde o banco possui
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seus dados espalhados em tabelas pertencentes a diversos sistemas como: cadastro,

empréstimos, cobranca, e outros. Logo precisando ser agrupados em um Unico arquivo.

E preciso que duas seguintes atividades sgam desempenhadas para que se
possa obter um arquivo para mineracdo de dados:

Definicdo dos atributos. agui se toma decisbes importantes, com dto
grau de subjetividade, pois pode se escolher atributos que influenciam uma determinada
condicdo, caindo em um processo circular onde ndo se descobre nada de novo, nédo
podendo também deixar todos os atributos serem tratados , pois neste caso podemos
chegar a um conjunto Gtimo de aributos, ficando como uma questéo a ser examinada

Caso a Caso.

Extracéo fisca dos dados de diversas fontes. edta atividade dém de
s extremamente &ida e tediosa, pode trazer surpresas desagradaveis, como: ocorréncia
de exceghes, agpresentacdo de arquivos em formatos diferentes do que consta na
documentacdo, fata de padréo na codificacdo, dém do que, caso se pecise induir um
arquivo mais atud pode-se ainda descobrir erros que néo haviam na versdo anterior, ou

gue passaram desapercebidos.

c) Organizacdo dos Dados. depois de adquiridos os dados relevantes €
importante que o andida se familiaize com a base de dados que serd manipulada,
procurando saber dém do nome de cada atributo também o seu significado. Também é
importante que sgam redizados aguns testes de sanidade dos dados, tendo em vista o
ato risco de ocorréncia de erro na fase anterior. Uma outra acdo importante nesta fase €
a alicacéo dos agoritmos de mineracdo sobre estes dados ainda ndo totalmente
corretos, onde poderemos observar dados incorretos ou obter descobertas importantes,
caso hga resultados inacreditavelmente bons, ou dragticamente fora de dgum limite
esperado.

d) Engenharia dos Dados. depois de passar pelas fases anteriores
chegamos a este ponto com toda a base de dados estética pronta para mineracéo, a qua



contém toda as informagBes necessarias no processo de mineracdo. Muitas bases de
dados podem ser criadas no processo de engenharia de dados, em contraste com a base
de mineracéo Unica criada a partir da fase de coleta e extragdo de dados. Isto ocorre pela
necessdade de s explorar 0 uso de diferentes atributos, diferentes tamanhos de
amostra, no caso de ser vantgoso a andlise sobre um subconjunto de dados, e diferentes
enfoques na definicdo do problema Quando fizemos esta derivacdo de dados em
subconjuntos estamos ha verdade testando diversas hipoteses de trabaho, visando

encontrar aguelaque nos disponibilizaa mehor solucéo.

2.2.2 Mineracéo de Dados

A mineracdo de dados € a principa etapa no processo de DCBD, pois €la é o
nucleo deste processo, ou sga, onde todos os agoritmos so aplicados sobre o conjunto
de dados relevantes. Devido a sua importancia, esta etapa do processo de DCBD sera
discutida deta hadamente no capitulo 3.

2.2.3 P6s-Processamento

O POs-processamento tem a funcdo de interpretar e vaidar os resultados
obtidos durante a aplicacdo dos agoritmos na fase de mineragdo de dados. Edta
interpretacdo e vaidacdo dos resultados € muito importante porque muitas vezes um
padrdo encontrado em uma base de dados pode ndo ser vdido para outros casos onde a
base de dados utilizadas para definir o padrédo ndo é mesma, neste caso usamaos o termo
“overfitting”, ou sga, 0 moddo encontrado esta particularizado para a base de
treinamento. Para que iso ndo ocorra € importante entdo se tomar algumas medidas.
Primeiramente, € necessrio £ definir uma mélrica para a quantidade de acertos do

modelo, e isto depende do tipo de mineracéo de dados.
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2.3. O Sistemade DCBD

Entrada

do usuério I::> CONTROLADOR

GED Interface Foco Extracéo Avaliacéo
—» | comoBD —p —> de —>
padrbes

conhecimento
do dominio I::> BASE DE CONHECIMENTO

Figura 3 — Sistema Genérico de DCBD [KOR 93]

O tipo de informacdo fornecida pelo usuario varia entre cada sstema, onde
0 usu&io pode estar completamente ligado a0 processo de busca auando de forma
interativa, ou smplesmente fornecendo informagbes Utels para “focdiza” a busca A
informacdo pode ser fornecida pelo usu&io aravés de uma linguagem de dto nivel por
menus, caixas de didogo, etc. A fonte de dados pode sr um sSstema de gerenciamento
de bases de dados SGBD [KOR 93].

Na figura 3 pode-se identificar seis modulos no Sitema de DCBD [KOR
93

a) Controlador: responsével peo interfaceamento e a chamada ce cada um
dos demais mddulos, de influencia diretamente na autonomia de um dSstema de
descoberta de conhecimento. O Controlador pode agir automaticamente, selecionando
edratégias e orientando o foco de busca e a avaiacdo das descobertas ou  smplesmente
disparando seqliencidmente uma s&ie de agoritmos, os quais sdo determinados pelo

usuario. Os dgemas atuals encontramse distantes daquilo que seria desgavel em



24

termos de autonomia, fazendo com que o0 usuaio aue como se fosse o proprio

controlador.

b) Interface com BD: responsavel pela comunicacéo com o banco de dados
( geracdo de consultas). HA sstemas de DCBD que possibilitam a implementacdo de
mecanismos de otimizacdo de consulta mais adequados para os agoritmos de extracéo
de padrdes, pois montam sua interface com a base de dados com um formato proprio de
armazenamento e gerenciamento. O ponto negativo dedta interface propria é o fato da
mesma gerar a necessidade de traducdo dos dados a serem utilizados para o formato do
sgema

c) Base de conhecimento: contém conhecimento especifico do dominio em
gue esta sendo redizada a descoberta, tanto 0 conhecimento fornecido pelo usu&rio,
guanto no conhecimento descoberto. Podem ser fornecidas a0 sSstema regras ja
conhecidas ou conhecimento que vai dar suporte a descoberta de regras. Um exemplo de
conhecimento “de suporte’ sd0 as categorizaches ou discretizagbes, por exemplo,
guando uma vaiave contém informagdo quantitativa que deve ser transformada em
uma informacdo categorica, neste caso 0 usuaio pode dizer ab Sstema 0 que é uma
temperatura dta ou baixa, definindo limiares. Alguns agoritmos de aprendizado, podem
s vaer dete conhecimento para guiar 0 processo de busca e otimizar a sua

performance.

d) Foco: indica as segBes da base de dados que devem ser andisadas. O
foco é responsavel pela selecdo dos atributos e registro acessados, baseado na estrutura
da base de dados, dém disso o médulo de foco identifica quais sdo os atributos
relevantes, isso pode ser feito com base nos conhecimentos fornecidos pelo usu&io ou

~

nao.

€) Extracdo de padrfes. nlicleo do sstema, 0 qua é composto pelos
algoritmos de extracéo de padrdes. Apesar da extracdo de padrGes contar com 0 apoio
de diversas aeas de pesquisa como gprendizado de maquina e intdigéncia artificid, as
técnicas exigentes ainda precisam ser agperfeicoadas e adaptadas, pois as mesmas
apresentam diversos problemas relacionados com as bases de dados. Para se amenizar



um pouco este problema estéo sendo utilizadas dgumas técnicas edtatisticas adaptadas a
dgoritmos de aprendizado, dém de metodologias hibridas. E importante citar também
que, segundo Zytkow, mesmo de uma base de dados de tamanho “médio” pode ser
extraida uma quantidade enorme de hipdteses, enquanto a maior parte destas ndo séo

interessantes para o usuario [ZYT 93];

f) Avaliagao: avdia s o0s padrdes encontrados sdo “fortes’,
“interessantes’, “novos’, e “Utes’. Conforme eda avdiacdo, s organiza o
conhecimento a ser agpresentado a0 usu&io, tornando este modulo vitd para que um
ssema de DCBD possa ser utilizado em aplicagbes préaticas. Dentre os critérios
utilizados para a avdiagcéo estdo a precisdo, cobertura, smplicidade, novidade. Ainda
podem ser utilizados aguns critérios que dependam do dominio, como por exemplo:
num sgema médico , priorizar as descobertas relacionadas com maior morbidez; num

sstema financeiro, priorizar anomalias relacionadas com transagdes de maior montante.

2.4 Técnicas de Descoberta de Conhecimento

Como 0 exposto anteriormente a mineracd de dados quando aplicada
devidamente sobre a base de dados, proporciona a descoberta de padrfes nesta base
andlisada. Estes padrdes detectados sd0 associagOes interessantes entre os eementos
contidos na base de dados e podem ser obtidos através de diferentes técnicas, as quais

serdo gpresentados sucintamente a seguir [ XAV 00].

2.4.1 Correlacdo

A corrdaco indica que existe agum controle entre duas varidvels, ou sga,
gue o vaor de um aributo influencia o vaor de outro, podendo quantificar edta

influinda A representacdo das corrdlagbes pode ser mostrada através de “grafos de

correlacéo”.

2.4.2 Dependéncia de Atributos

A dependéncia ocorre quando exigtir um valor entre dois atributos que pode

vir ainfluenciar o outro. Podemos citar como exemplo de dependéncia



26

ad Em um ssema de informagdes de uma mecanica de automoveis, poderia

ser detectado que:

. determinados problemas de veiculos aparecem sempre associados
entre g;

. determinados  procedimentos gparecem associados  exclusivamente

guando ocorre um problema no motor e outros quando ocorrem problema na suspens&o;

b) Anadisando o sistema de locagtes de uma video locadora:

. Onde locatarios de filmes de aventura acabam locando também um
filme de género dramético .

2.4.3 Aprendizado Supervisonado

Se da quando tmos um atributo que indique a dase a qua os individuos
na base de dados pertencem (atributo-objeto). O dgoritmo de extracdo faz uma
identificacdo das caracterigticas comuns entre membros de uma clase e fornece uma

descricéo para cada classe [HOL 94].

Um tipo de descrigbes bastante utilizada, a qual usa uma representacéo a
partir de regras, é a descricdo caracteristica Como exemplo deste tipo de descricdo

temos:

E_animal(x), tem_asas(X), pode voar(x) ® é péssaro

Neste caso no lado esquerdo esta a descricdo propriamente dita, em termos
de vaores de atributos e no lado diréito a classe a que os individuos com aguelas

caracterigticas pertencem.
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Existe anda as chamadas descricbes discriminativas, onde 0 processo de
gprendizado procura por diferencas entre as classes e agpresenta os fatores que

digtinguem os individuos das diferentes classes examinadas.

2.4.4 Aprendizado ndo Supervisionado - Clusterizacdo

Neste caso, ndo € informado a que classe pertence cada uma das entidades,
cabendo a0 dgoritmo explorar diferentes dternativas e detectar padrdes. Uma vez

detectados estes padrdes, sdo descritos 0s conceitos.

Neste tipo de agprendizagem, diferentes agoritmos podem optar por formas
aternativas de ‘tlusterizar” os dados, podendo se obter diferentes resultados a partir da

mesma Base de Dados.

2.4.5 Deteccao de Sequéncias- Dimensao Tempor al

E a deteccio de regras e dependéncias levando-se em consideracio a
dimensdo tempord.

Utilizando o exemplo da mecénica de automéves, poderia se descobrir que:

Determinado procedimento sempre procede outro;

Determinado procedimento sO pode ser repetido apds um intervalo
minimo de tempo(periodicidade) — desgaste de uma pega por exemplo.

2.4.6 Deteccéo de Desvio

Eda técnica é utilizada para detectar anomalias em bases de dados, podendo
evidenciar uma série de problemas como: quantidade de dados, fraudes ou descobrir
eventos raros. Congste na procura feita pelo agoritmo de elementos contidos no banco

de dados que estéo fora do conjunto de padrbes determinados por dependéncias
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seqlienciais elou descricbes de conceltos, que podem ser obtidos automaticamente ou
dados pelo usuario [FEL 97]. Andisando ainda o exemplo da mecénica de automoveis,

poderiam ser encontrados registros indicando:

Um motor traba hando perfeitamente com um dleo “ super vencido” ;

Suspensdo de um moddo de automével funcionando perfeitamente em

outro;

2.4.7 Regresséo

Os agoritmos de regressio se caracterizam por procurarem a descoberta de
formulas, e auam de forma semehante aos que redizam aprendizado supervisionado.
Na regressdo procura-se representacfes que mapelem cada entidade para um valor
numerico, ao invés de se procurar regras, frames ou arvores capazes de mapear cada

entidade paraumaclasse [FAY 96].

2.5 Dificuldades no Desenvolvimento da DCBD

S80 expodtos aqui dgumas metas a serem acangadas ainda peda DCBD
para a resolucéo de determinados problemas, metas estas que merecem uma importancia
consderdvel no caso de se desenvolver um projeto que utilize DCBD. A maioria destes
problemas a serem superados estéo relacionados diretamente com as caracterigticas das
proprias bases de dados. Existe também a dlvida a0 se saber se 0 conhecimento que
estésendo extraido € completo, pois mesmo a base de dados sendo consideravel mente
grande, ela pode ser pegquena no universo a qua ela se encontra e por fim ndo podemos
deixar de levar em consderacdo aqueles aspectos relacionados ao proprio Sstema que

esta sendo implementado, tais como interagdo com o usuario e visudizagdo [ XAV 00].

2.5.1 Bases de Dados de Natureza Dinamica

Em muitas aplicagtes as bases de dados sdo constantemente ateradas, o que

poderia levar a descobertas errbneas. A solucdo adotada por muitos sistemas é se fazer
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uma sdecdo a partir da base de dados a ser andlisada, e armazenando esta parte
sdecionada, com isso s consegue aumentar a imunidade as dteragcbes e

consequentemente melhorar o desempenho da aplicacéo de mineracéo.

2.5.2 Tipos de Dados e de Bases de Dados

Como atuamente existe muito pouca teoria relacionando tipos de bases de
dados e dgoritmos de gprendizado de méguina, recomenda-se que quando possivel, a
aplicacdo sga testada com véarios agoritmos e, através destes testes, se encontre 0 mais
adeguado. As bases de dados podem conter informacfes sobre diferentes dominios, as
guais podem estar armazenadas através de diferentes tipos de dados, dém disso as
informagbes podem formar escdas diferentes, tais como nomind, ordind, intervalos ou
porcdes, fazendo com que para cada escda sga mas eficiente a aplicacd de um
determinado tipo de agoritmo de extracdo. Diferentes tipos de dados, tais como
imagens ou temperaturas também podem necessitar de tratamento diferenciado. Por eta

razéo, se diz que ndo existe um Unico bom "agoritmo” para gprendizado [ZY T93].

2.5.3 Incerteza

Uma vez que muitos modelos da redidade sdo probabilisticos, é importante
que se trabadhe com formaismos de representacdo de conhecimento probabilitico e

muitas vezes tirar proveito de técnicas edtatisticas para estimar a vaidade do modelo.

2.5.4 Dados I ncompletos

Como raramente as bases de dados exigtentes sdo projetadas tendo a
descoberta de conhecimento em mente, pode ocorrer com certa frequiéncia em banco de
dados que certas propriedades (atributos) importantes para o processo de descoberta ndo
estgam presentes. Também se evidencia a ocorréncia e dados incompletos se deve a
edtrutura das bases de dados relacionais. Este modelo representa dados atraves de
tabelas, de forma que todos os registros (linhas) tém de ter um vaor para todos os

atributos (colunas). Quando ocorrer de um determinado atributo ndo se aplicar a um



determinado registro, este tera um vaor nulo, que devera ser tratado de alguma forma

pel os agoritmos de extracéo.

2.5.5 Redundancia de Dados

Muitas vezes as bases de dados contém informagdes, gerdmente funcionais,
gue sd0 redundantes. Tais redundancias podem ser detectadas pelo agoritmo de

extracdo como se fossem conhecimento Util descoberto.

2.5.6 Dados Espar sos

Uma base de dados geralmente esparsa representa uma pegquena amostra de
todas as instancias possivels das classes que se desgja descrever, ou sga, as bases de
dados quase sempre ndo conseguem abranger o nimero total de Situagdes possive's, por
maior que sga esta base de dados. A conseqliéncia disto € que pode-se descobrir um
conhecimento vdido para a base de dados, mas que ndo sga Util no mundo red
[HOL94]. Por exemplo, sobre os dados de um hospita , um sistema poderia "descobrir"
que todos os individuos que doam sangue pesam mais que 48 kg.

2.5.7 Volume de Dados

Segundo Zytkow, a variedade de padrGes que podem ser encontrados em
uma base de dados, mesmo que de tamanho moderado, pode chegar a bilhdes de
hipoteses [ZYT93]. Além disso, as bases de dados utilizadas para descoberta de

conhecimento gerdmente s8o muito grandes [HOL94].

Em [HOL94] é citado um exemplo red utilizando uma base de dados do
American Rheumatism Association Medicd Informaion System contendo  informagdes
sobre pacientes. Como esta base de dados foi projetada visando aplicacéo de técnicas de
aprendizado, cada vidta era registrada de forma detalhada, através de 400 atributos e
cada paciente tinha entre 50 e 100 vistas. Assm, cada paciente tinha um total de 20.000
a40.000 atributos.
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Condlui-se entdo que nd ha como fugir do gande volume de dados , pois
ese grande volume é de fundamenta importéncia para diminuir os problemas gerados
por dados esparsos e também para reduzir o efeito de eventuais inconssténcias da base
de dados sobre os padrBes descobertos. Em [HOL94] uma base de dados tipica de
descoberta de conhecimento é caracterizada como sendo maior do que 100.000

registros.

2.5.8 Interface com o Usuério

Podemos destacar aqui 0 quanto o projeto da interface € importante, de
modo que a ferramenta sga desenvolvida de acordo com o usuario, ou sga, usuarios
menos epecidizados provavelmente irdo preferir o menor nivel de interacdo possive;
ja engenheiros do conhecimento, por exemplo preferirdo uma interface com maior
interacdo. Eda interacdo existe pois, 0os ssemas de descoberta de conhecimento em
bases de dados necessitam de configuragbes para a aplicacdo de cada usu&io e cada
base de dados.
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3 MINERACAO DE DADOS ( Data Mining )

3.1 Introducdo a Mineracgéo de Dados

A compstitividede no ambiente de negécios atud esta maior do que nunca, e
o fator chave que distingue os competidores que sobreviverdo dos que cairdo por terra é
a dta eficéncia A mehor utilizacdo da tecnologia da informacéo pelos competidores se
gpresenta como uma vantagem, pois esta agrega valores nas decisdes a serem tomadas,
sendo que edtas decisdes S0 cruciais e tem de serem mais eficientes possive. Uma
melhor andlise dos dados visa descobrir o que é reamente relevante para uma tomada
de decisdo.

Segundo edimativas, a quantidade de informacdo no mundo dobra a cada 20
anos. Computadores armazenam um volume de dados que vem crescendo a taxas
glevadas. A onze anos arés, era esimado em cinco milhdes o nimero total de dados no
mundo sendo que sua grande maioria eram pequencs arquivos em DBase. Hoje, com a
automacdo de transagbes de negocios, os volumes de dados multiplicamse. Em uma
smples ligacdo teefbnica, um teste médico, um a uma pagina na Internet, enfim,
tudo é armazenado em computadores [CAZ 97].

A NASA, por exemplo, possui mais dados do que pode andisar. Vem sendo
armazenado pelo projeto genoma, milhares de bytes para cada um dos muitos bilhdes de
bases genéricas. Uma vasta quantidade de dados estéo contidas nos censos redizados
nos paises, dados estes que escondem padrfes de estilos de vida da populagdo. A
maioria destes dados nunca seréo vistos " a olho nu " e mesmo que os fossem, néo

poderiam ser andisados manualmente, para iSO 0s computadores tem a resposta [CAZ

97].

O problema ndo é mais o computador, nas Sm qua ferramenta e devera

utilizar. Vem sendo utilizados méodos estatisticos desenvolvidos ha décadas, mas estes



ndo sio hecessariamente melhores que uma nova clase de ferramentas anditicas

"inteligentes’ chamadas de mineracdo de dados.

Mineracdo de dados € uma nova metodologia para melhorar a quantidade e
eficiéncia das decisdes, sgam das cientificas ou de negécios. Esta metodologia
complementa e pode até subgtituir outras ferramentas de gpoio a decisdo do tipo andises
edatidicas, relatdrios e perguntas geradas por computador. Devido a ea ocorre o

retorno dos investimentos baseando-se na andise minuciosa dos dados.

Altos retornos sobre investimentos em banco de dados e feramentas
anditicas vem sendo obtidos por muitas companhias. Projetos de Data Warehouse e de
Data Mining tornamse uma necessidade em qualquer negécio. Segundo Gartner
Group, ferramentas de mineracdo de dados serdo uma das cinco mas importantes

tecnologias do proximo século [CAZ 97].

A mineracdo de dados € uma das etgpas do processo de descoberta de
conhecimento em banco de dados e tém por objetivo extrair informagdes implicitas e
potencidmente Gteis de dados [FAY 96]. Esta descoberta de conhecimento em bancos
de dados, normamente consste em uma s&ie de etapas, que inicia com a sdegdo do
conjunto ou amostra dos dados que serdo processados. Os dados podem ser submetidos
a uma etgpa de pré-processamento onde ha uma transformacdo para um formato
adequado para o0 agoritmo de mineracdo, que procura por regras ou padrdes ocultos nos
dados. Apos edta etapa, as informagdes descobertas sGo selecionadas e formatadas para
exibicdo, para serem interpretadas e avdiadas, de manera que se Selecione ©s

conhecimentos Uteis resultantes de todo o processo.

A mineracdo de dados permite aos usuaios explorar e inferir informacéo
ttil partindo dos dados e descobrindo relacionamentos escondidos no banco de dados.
Tendo iso em vida, fica bem daro que a mineracdo de dados va muito dém de uma

smples consulta a um banco de dados.

Eventos passados so andisados com ferramentas tipicas de regresséo,

como as que compdem um sisema de suporte & decisdo, na mineracdo de dados as



andlises esperadas e propostas vao muito dém , suas ferramentas podem responder a
questBes tradicionais do mundo dos negoécios, como por exemplo onde esta o

consumidor em potencid.

As bases de dados sfo exploradas em busca de regras, modelos ocultos,
descobrindo informagBes com  atributos especiais, mas falhas podem ocorrer, fazendo

com que os dados venham fora das expectativas.

A mineracdo de dados estd sendo amplamente difundida e aperfeicoada pelo
fato de ser uma ferramenta poderosa para a procura de informagdes em banco de dados.

A seguir seréo vistos 0s principais conceitos e técnicas utilizadas por esta tecnologia

3.20 que éMineracado de Dados?

Segundo Cazarine et. d., as ferramentas de mineracdo de dados andisam os
dados automaticamente formulando hipGteses sobre estes dados, e buscando os
resultados desgados, atraves da aplicacdo de agoritmos. JA as demais ferramentas
anditicas que ndo utilizam a mineracdo de dados, mesmo tendo a capacidade de redizar
sofisticadas  perguntas pelos usuarios, sdo dependentes destas perguntas e hipéteses,
logo sendo limitadas para descobrir padrdes complexos e tendénciag CAZ 97].

3.2.1 Conceitos

Como um dos conceitos de mineracd de dados se tem: "A mineracéo de
dados é uma ferramenta utilizada para descobrir novas correlagdes, padrdes e tendéncias
entre as informagdes de uma empresa ou de um site por exemplo, através da andise de
grandes quantidades de dados armazenados em Daa Warehouse usando técnicas de
reconhecimento de padrfes, estatisticas e mateméticas’ [CAZ 97].

A mineracdo de dados € uma técnica que permite buscar em uma grande
base de dados, informagbes que, aparentemente, estdo camufladas ou escondidas,



permitindo, com isso, agilidade nas tomadas de decisbes. Se faz 0 uso de uma
ferramenta de Data Mining ndo apenas pela sua agilidade e mas também pela sua
propria capacidade de andisar grandes quantidades de dados proporcionando
informagdes de maior qualidade, e embasando ainda mais as tomadas de decis&o.

Segundo a IBM, Data Mining é um processo de extracdo de informagdes
previamente desconhecidas, vdidas e com capacidade de proporcionar acOes,
provenientes de uma grande base de dados e entéo usilas na tomada de decisdes de

negocio crucias.

A mineracdo de dados tem como objetivo extrair vaiosas informagdes dos
dados. Diferencas sgnificativas podem agparecer nos caixas das empresas a partir de
pequenas mudancas na estratégia provenientes das descobertas das ferramentas de
mineracd0 de dados. Edtas ferramentas se tornam cada vez mais necessarias devido ao
crescimento dos Data Warehouses (enormes depdsitos de dados), vae a pena lembrar
gue 0 uso destes ndo se faz necessirio para a utilizacdo de uma ferramenta de mineracéo

de dados. Os dados é que séo realmente necessarios.

O termo Data Mining € usado nos pacotes de softwares de muitas
ferramentas tradicionais de andlise de dados do tipo geradores de relatorios ou andises
edatigicas, assm como produtos baseedos em inteligéncia atificid também se dizem
ferramentas de Data Mining. O importante é saber 0 que é o verdadeiro Data Mining e o

gue ndo é.

O objetivo principd do Data Mining é o conhecimento descoberto. Sua
metodologia extrai informagdes preditivas das bases de dados. Com essa definicéo
ampla, uma ‘on-line analytical processing” (OLAP), que é um pacote estatistico, pode
ser condderado como uma ferramenta de Data Mining. Porém, estreitando-se o
conceito, uma ferramenta de Data Mining deve descobrir as informagbes valiosas
automaticamente. Por essa definicdo, a ferramenta de Data Mining € guiada por dados,
a0 contr&io das outras ferramentas que sBo guiadas peo usu&io. A seguir sera
mostrado o tipo de andlise orientada pelo usu&io, a qua € redizadas por pseudo-
ferramentas de mineracdo de dados[CAZ 97].



3.2.2 Andlises Orientadas pelo Usuario

a) Geradoresde Perguntas

Tradiciondmente, a identificacdo e utilizacdo das informagdes e padrOes
escondidos € feita a partir de geradores de perguntas e Sstemas de interpretacdo. O
usu&io formula uma teoria com uma hipitese e pergunta a base de dados para testar a
validade da hipétese. O usuério pode gerar perguntas para a base de dados e o resultado

serd estabelecido em um relatério que dara uma boa visdo dos resultados.

Estes geradores de perguntas sfo limitados, tendo em vista que sfo baseados
em papites dos usu&ios, dém de que a quaidade da informacdo extraida depende da
interpretacdo dos resultados, 0 que esta sujeito a erros. Outro aspecto que dificulta este
método € que a criacdo de hipoteses pelo usuario € limitada, em se tratando do nlimero

de varidvels que ele é capaz de manipular.

b) Ferramentas Estatisticas

Com o objetivo de etrair informagdes dos dados, métodos estatisticos vem
sendo criados. Andises multifatoriais de variancia, dentre outros métodos podem
identificar as relaghes entre fatores que influenciam vendas ou qualquer que sga o que

Se esta procurando.

Nesta abordagem as técnicas tendem a focar-se em tarefas onde todos os
aributos tenham vdores continuos ou ordinas, dguns assumindo uma particular
probabilidade de digtribuicdo das varidveis, sendo este um dos problemas deste método.
Muitos métodos assumem uma reacdo expressa, como combinaghes lineares dos
atributos. Além disso, as ferramentas edtatisticas freglientemente assumem a disposicéo

dos dados em uma curva norma, o que nem sempre pode acontecer navidared.
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3.2.3 O Data Mining

A geracd de perguntas se da a partir da necessidade de conhecer certos
fatos. O projeto de Data Mining opera os dados de forma automética, ou sgja, ndo € o

usuario que gera as perguntas e Sm a prépria ferramenta

Temos como exemplos de verdadeiras ferramentas de Data Mining: Redes
neurais, &vores decisdrias e programes de inducéo de regras, pois ees interrogam o
banco de dados automaticamente em busca de padrOes. Essas ferramentas de Data
Mining oferecem um grande potencid para empresas que possuem Data Warehouse, em
se tratando de que se busca descobrir padrdes ao invés de smplesmente confirmé-los,
id0 s deve a0 fato das mesmas utilizarem dgoritmos edtatisticos ou baseados em
inteligéncia artificia, como ID3, C4.5, AC2, CART, CHAID, CN2, ou variagdes destes,
0S quais proporcionam um grande desempenho nestes casoq CAZ 97].

3.3 Fundamentosdo Data Mining

Um longo processo de pesquisa e desenvolvimento de produtos deram como
resultado as técnicas de mineragdo de dados. Esta evolucdo comegou quando oS
primeiros dados de neglcios comecaram a S armazenados em  computadores,
continuando com melhorias no acesso aos dados, e mais recente ainda, com novas
tecnologias que permitem que os usudrios visudizem os dados e facam dterages ao

mesmo tempo.

O Data Mining esta preparado para aplicacbes que envolvam basicamente

trés tecnologias que estéo agora suficientemente desenvolvidas, quais sgam:

Enormes quantidades de dados. o crescimento dos bancos de dados

comerciais es80 a umataxa nuncavista

Computadores  multiprocessados: 0 desenvolvimento de

computadores poderosos foi proporciona ao crescimento dos dados em bases de dados,



mas a reacdo custo beneficio precisa ser mehorada, O assim teremos um maior

consumo destes equipamentos.

Algoritmos de mineracdo de dados. estdo sendo incorporadas
técnicas, que exisem a peo menos dez anos, nos agoritmos de mineragdo de dados,
mas que somente agora tem sSdo implementado, aperfeicoado, tornado-se confiave,
também estdo sendo congtantemente testadas ferramentas mais compreensiveis e féceis
de utilizar.

Os componentes centrais da tecnologia de mineragéo de dados tem sdo
desenvolvidos por décadas, pesquisas em a&eas como edaidica intdigéncia atificid,
gprendizado de méguina e banco de dados. Hoje, 0 aperfeicoamento destas técnicas,
combinadas a grande performance das maguinas disponivels para a aplicacdo desta
tecnologia, banco de dados relacionais, e a um grande esforco para a integracdo dos
dados, faz com que se torne possivel a aplicacéo de técnicas de mineracdo de dados

aém de incentivar o surgimento de outras tecnologias como o Data Warehouse.

O poder computecional aumentou muito devido ao desenvolvimento de
sstemas pardelos e didribuidos, tornado-se possived a andise de grandes bases de
dados em um tempo bem menor do que se levava a adguns anos drés, 0 que também

facilitou muito o desenvolvimento de aplicagdes de mineracdo de dados.

3.4 Processo de Mineracéo de Dados

Patindo de uma visio de processo orientado, existem trés classes de
mineracao de dados [CAZ 97]:

= Descobrimento

. Modelagem de prognostico

. Andise prévia



39

Esta trés classes estdo apresentadas na figura 4.
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Figura 4 — Processo de Mineracdo de Dados[CAZ 97]

. Descoberta: é o processo de exame em um banco de dados para
encontrar padrbes escondidos sem uma idéia ou hipdtese pré-determinada sobre o que
S30 eses padrbes, ou sga, O programa toma a iniciativa de encontrar aquilo que
interessa aos padrdes, sem que o usu&io verifique se ito reamente interessa. A riqueza
dos padrbes que podem ser expressados e descobertos e a quaidade de informagéo
obtida determinam aforga e a utilidade da técnica de descoberta

. Modelagem de Progndstico: nesta classe os padrdes descobertos no
banco de dados sfo usados para prognosticar o futuro. Enquanto o processo de
descobrimento encontra padrdes em dados, 0 processo de modelagem de prognostico

aplica estes padrdes para supor vaores nos novos itens de dados.

. Andlise Prévia: € o processo de aplicacdo dos padrbes extraidos para

encontrar anomdias ou dementos de dados raros. Para descobrir os dados raros, nés



primeiramente encontramos oS dados que seguem uma norma ou os habituas, entéo

detectamos agqueles que se desviam dos habituais dentro de um certo limiar.

Alguns desses processos serdo classificados na secdo 3.8. Por exemplo, ha

varios tipos de padrbes de descobrimento tais como regras |f/Then, associagdes, etc.

3.5 Tecnologia Empregada na Mineracéo de Dados

A tecnologia empregada na mineracdo de dados se ramifica em duas partes,
a retencdo de dados e a dedtilacdo de padrbes, como mostrado na figura 5. Também
podemos observar que as aproximacOes baseadas em retencdo de dados podem ser
implementados através de duas técnicas. a do vizinho préximo e a baseada no
raciocinio, j4 a "dedtilacdo" de padrbes se divide em trés formas de abordagens. 10gica,
tabulacdo cruzada e equagdes, as quais possuem diferentes técnicas, como mostrado a

Seguir:
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Dado
retidos
Abordagens
DataMinina
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Figura5— Tecnologia Data Mining [CBV97]
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3.5.1 Retencao de Dados

Ao contré&rio da destilagdo de padrfes onde os dados so andisados, para se
extrair padrdes e logo em seguida sdo dispensados, na Retencdo de Dados estes sGo
mantidos para posterior combinagdo. Quando novos dados sdo apresentados, eles sfo

combinados com o conjunto de dados anterior [POL 97].

O méodo mais conhecido de retencdo de dados € o "méodo do vizinho
proximo”. Neste método, o conjunto de dados é mantido, gerdmente na memoéria, para
a comparacd com novos dados. Quando um novo registro estd presente, por
prognégtico, a "digéncid' entre ele e os registros semelhantes no conjunto de dados é
encontrado, e 0s mais parecidos sdo identificados [POL 97]. Para exemplificar o
exposto acima tomemos como exemplo a seguinte Stuagdo: queremos cadasirar um
novo dliente banc&io, mas queremos saber a que classe de clientes do banco ee se
encontra enquadrado, entdo, aravés de suas caracteristicas, ou atributos, séo
comparadas com todos os clientes existentes no banco. Um exemplo seria comparar a
idade e 0 sdaio do futuro cliente com as idades e os sdaios dos clientes existentes.
Neste caso, um conjunto de vizinhos séo selecionados e se detecta a que grupo 0 novo

cliente se encontrara

Nesta técnica, o termo bastante encontrado "K -nearest neighbor" é usado
para indicar que foi selecionado 0 topo K de vizinhos, ou sga, aguele de caracteristicas
mais parecidas com aguelas que estdo sendo analisadas.
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Figura 6 — Retencdo de Dados [POL 97]

Um outro termo utilizado nesta técnica € o "caso baseado no raciocinio” que
ocorre quando precisamos reter apenas um pegueno conjunto de “casos tipicos' como
base para comparaces. Deve-se levar em consideracéo que € possivel manter todos os

dados em memoéria, porém isso torna-se complicado em casos de grande quantidade de
dados.

Nesta técnica 0 ponto chave esta na sdecéo dos "padrbes tipicos’, pois se
ndo entendermos reamente os padrdes, como Selecionaremos 0s casos tipicos? e como

trocaremos os padrdes tipicos se a base-padréo for trocada?

3.5.2 Destilagéo de Padr 6es

As tecnologias que empregam a destilacdo de padrdes tem como objetivo
principal extrair padrbes a partir de uma s&rie de dados fazendo com que estes padres
obtidos sgam utilizados para um determinado fim. Primeiramente devemos levar em
consderacdo duas questbes fundamentais para aplicagdo deste processo, que sdo: o tipo

de padréo que pode ser extraido e como fazer para representar este padréo.

Os padrfes necesstam s expressos dentro de um formaismo e uma

linguagem, desta forma, temos trés ditintas formas de abordagem [POL 97]:

. sgemalogico



. sstemaequaciond

. classficac@o cruzada

No sisema ldgico podemos digribuir iguamente dados numéricos e néo-
numericos, jA no sgema equaciona exige-se que todos os dados sgam numeéricos,
enquanto que o Sstema de classficagdo cruzada, ao contrario, somente trabalha com
dados ndo-numéricos, que é a fonte de todos os problemas. Também € importante
ressdtar que o Sstema equaciond estima "disténcias' a partir de ocorréncias, enquanto
gue o Sstema de classficagcéo cruzada se focaiza em co-ocorréncias.

Redes Neurals sf0 técnicas equacionais que ndo sdo visives totdmente ao
usuario, enquanto que, internamente, trabalham com espaco numérico. Como o dado é
repetidamente introduzido na estagéo de trabaho, os parametros sBo considerados como
alterados somente apds o fechamento da base.

Nem todas as aproximagOes baseadas na degtilacdo de padrdes fornecem
informacles, j& que estes padrdes podem s dedtilados em uma linguagem “opacd' ou

em um formalismo néo facilmente legive por humanos - exemplo: equagdes complexas.

No estudo do Data Mining € necessiio fazer distincdo entre o aprendizado

supervisonado e aformalivre, ou sga, percorrendo e vasculhando o banco de dados.

No aprendizado supervisonado, temos como que um “professor” que
"ensnd' 0 dsema. Por exemplo, dizendo quando uma premissa foi ou ndo correta
Aqui, o dado tem uma coluna especifica que serd usada na tentativa de descobrir ago

coerente ou, a0 menos, fazer predigdes.

No aprendizado sem supervisdo, 0 sstema ndo tem um "professor”; ee
smplesmente tenta encontrar os "clusters’ (ou grupos) que lhe interessam dentro do

conjunto de dados.

A maoria das aplicagdes comercias baseadas em mineragdo de dados
envolve o Data Mining diretamente, enquanto que a procura ndo supervisionada pode,



agumas vezes, s usada na ssgmentacdo de dados e agrupamento. Por exemplo:

encontrando classes de padrfes em séries smulténess.

Todos estes conceitos vistos neste topico, serdo melhor estudas no decorrer

deste capitulo, dentro dos topi cos rel acionados aos a goritmos de mineracéo de dados.

3.6 Passos para a lmplementacdo da Mineracdo de Dados

Abaixo serd0 mostrados 0s passos para a extracd dos conhecimentos
escondidos nos bancos de dados, sgam eles um Data Warehouse, arquivos de
informagdes de consumidores, arquivos de redes ou qualquer tipo de banco de dados
[MEN 99].

1) Identificagdo dos objetivos

Antes de iniciar, deve-se ter em mente os objetivos organizacionais que O
Data Mining poderd dcancar, como: encontrar relacionamento de vendas entre os
produtos ou servigos, encontrar padrBes especificos de compra durante o tempo,
identificar potenciais tipos de consumidores e estabelecer tendéncia da venda de um
produto.

2)  Selecionar osdados

Uma vez definido os objetivos, 0 proximo passo é selecionar os dados que
auxiliardo no dcance deste, tentando se segmentar 0 maximo possivel 0 escopo dos
dados a serem minerados. Para isso algumas perguntas sfo importantes. os dados que
estd sendo obtidos sGo adequados para que a ferramenta de Data Mining consga
descrever um padrdo?, € possivel mehorar os dados com outras bases de dados
primarias, como egtilo de vida ou dados demogréaficos?;, os dados sfo estévels, ou sga,
Se conseguird manter os atributos gpds feita a andise?, existe uma forma de relacionar
esses dados, ou sga, ees tém adgo em comum?, estes dados sG0 reamente relevantes

para o acance dos objetivos?



3) Preparar osdados

Ap6s a montagem dos dados, deve-se decidir quais atributos deverdo ser
convertidos em formatos utilizavels. Nessa hora, € importante consultar os criadores e
usuarios dessa base de dados, estabelecer estratégias para padronizar dados, identificar e
tratar varidveis redundantes, decidir o formatos dos dados, e sua transformacéo se

NEeCcessari 0 e ingpecionar esses dados,

Essas decisbes estdo relacionadas com a sdecdo da ferramenta de Data
Mining a ser utilizada, por exemplo caso se desge utilizar uma rede neurd ou

polinomid, deve-se transformar os dados em campos.

4)  Auditar osdados
Avdie a edrutura dos dados, entendendo sua natureza, para determinar a
ferramenta apropriada, visando balancear o objetivo de acesso da estrutura dos dados

com 0s objetivos e necess dades dos usuérios em entender os dados.

5) Selecionar asferramentas

Para selecionar a ferramenta adequada no processo de mineracéo de dados,
devem ser observados os objetivos do projeto e a estrutura dos dados, e através disto
procurar uma ferramenta que satisfaca duas condigbes. Para isso agumas
perguntas sG0 importantes. 0s dados sdo muito categéricos?, que ferramenta pode
suportar?, a ferramenta potenciad compila ODBC?, que formato de dados a ferramenta

importa?

Provavelmente nenhuma ferramenta sozinha tera todas as respostas para o
projeto de Data Mining. Algumas ferramentas integran muitas tecnologias. pacotes

edtatisticos, redes neurais, classificadores smbdlicos.

6) Formatar a solucdo

Auditoria dos dados, os objetivos do projeto e a sdecdo da ferramenta
determinardo o formato da solugdo. Para isso € interessante se saber qual é o formato
otimo da solucdo (&rvores decisorios, regras, codigo C, SQL); quais sdo os formatos

disponiveis; qual é o resultado da solucdo e 0 que 0s USUA oS precisam.



7)  Construindo o modelo

Nesse estagio, 0 processo de Data Mining inicia Normamente, o primeiro
passo € usar testes para congruir e avdiar 0 modeo. Utilizar fragmentos adeatorios da
base de dados para o teste, € 0 mais gpropriado. A geracdo de regras de classificacéo,
avores decisdrias, agrupamento de sub-grupos, pontuacdo, codificacdo, peso e
avaliacdo dos dados sdo realizados nesse passo.

8) Validar osresultados

Compartilhar e discutir os resultados com a unidade de negocio que
solicitou o0 projeto e 0 expert do banco de dados, discutindo-se e avdiando-se o
resultado, se € necess&rio retornar & alguma etapa para melhorar os resultados, etc. Ter
certeza se todos os resultados estéo corretos e apropriados para o acance dos objetivos

da organizacéo.

9) Entregar osresultados
Providenciar um relatério find para a unidade de negocio que solicitou o
projeto. O relatério devera documentar todo o0 processo do projeto de Data Mining,

incluindo a preparacéo dos dados, ferramentas utilizadas, codigos fontes, regras.

10) Integrar a solucéo

Compartilhe os resultados com todos os usuérios interessados da unidade de
negdcio. Deve-se incorporar 0s resultados nos procedimentos de negécio da companhia
As solucBes de Data Mining devem envolver: sintaxe SQL para os usuarios, codigo C
incorporado no sistema de producdo, regras integradas no sistema de apoio a decisto.

Como a ferramenta de Data Mining automatiza as andises, elas poderdo
levar a fdsas conclusdes s ndo se tomarem os devidos cuidados. Deve-se ter
consciéncia que Data Mining é um processo de negdcio com um objetivo especifico —
extrair conhecimento competitivo da base de dados historica.
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3.7 Areas Potenciais ao uso de Data Mining

Aqui estéo dgumas areas nas quais as ferramentas de mineracdo de dados
vem se destacando, algumas delas ja trazem a presenca da mineracdo como fundamenta
no decorrer de suas aividades enquanto que outras estéo recentemente migrando para

estatecnologia promissora[VIV 98].

Bancos de vargo: gprovacdo de parcelas de amortizacdo, subscricéo
de empréstimos, andlise e deteccéo de fraudes.

Fundos de invetimento: andise e previsito de peformance do

negocio, andise de acoes

Seguradoras. previsio de fdéncia, andise de risco, crédito e modelos

de coleta

Internet: oportunidades de vendas cruzadas e foco na colocacdo de
banners, congtrucdo de modelos de prospectos, andlise do comportamento do
consumidor, andise de tréfico, procura de contelido, etc. Na Web as ferramentas de
Data Mining e ganhando uma enorme importéncia, tendo em viga a tamanha
quantidade de dados que trafegam pela rede e pela grande necessidade de se minerar e
extrair estes dados. A aplicacéo de técnicas Data Mining na Web seréa discutida no
proximo capitulo mais detalhadamente.

Marketing  direto:  pesquisa de  mercado, previsito  de
aceitacdo/desempenho do produto

Pesquisa de mercado: sdecdo da midia, andlises, segmentacdo de

produtos

Manutencdo: previsdo da necessdade equipamentos de manutencéo

paraveiculos.



Manufatura: identificacdo de erro na producdo, controle de qualidade,
plangiamento de manutengdo preventiva, automeatizacdo de sistemeas.

Medicina  edudos  epidemiolOgicos,  toxicologia,  diagnosticos,
interacbes de drogas, andise de fator de risco, controle de quaidade, estudos
retrospectivos de medicamentos.

Pesquisa cientificas modelagem gerd de todos os tipos

3.8 Algoritmos de Mineracéo de Dados

Existem dois objetivos que se destacam na mineracdo de dados que sfo a
previsio e a descricdo. A primeira delas utiliza variavels presentes no banco de dados
para prever valores desconhecidos ou futuros, ja a segunda se destina a busca de

padrbes descrevendo os dados e apresentando-0s a0s usU&OS para que 0S MesMos

possam fazer suainterpretacéo.

Exise uma gama enorme de agoritmos destinados a mineracdo de dados,
dentre os quais s destacam: dgoritmos de associagdo, classficagdo, padrdes
seglienciais e agrupamento, cada um deles sendo executado de acordo com suas
caracterigicas. Os adgoritmos de associaco buscam achar todas as associagfes em que
a presenca de um conjunto de itens em uma transacdo implica em outros itens, ja os
agoritmos de classficacdo ou geracdo de pefis desenvolvem pefis de diferentes
grupos, os agoritmos de padrdes sequenciais identificam tipos de padrdes sequenciais
em redricdes minimas especificadas pelo usu&io, e por fim, os agoritmos de
agrupamento auam segmentando o banco de dados em subconjuntos ou grupos. Os
adgoritmos que serdo visos a seguir foram obtidos aravés da fonte de pesguisa
disponibilizada por Polito [POL 97].
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3.8.1Ldgica

Se digingue os padrBes expressos em linguagens logicas aravés de duas
caracteridicas. Os primeiros s20 legivels e compreensivels enquanto que 0S Outros S0

excelentes na representacdo no agrupamento de dados.

Em uma linguagem ldogica, o operador centrd é normamente uma variacdo
do comando If / Then. Por exemplo: Se esta chovendo, Entéo estd nublado. Entretanto,
devemos notar que enquanto a forma logica mais comum € a ldgica condiciond, muitas
vezes necessitamos usar outras formas Idgicas como uma associagdo |6gica com a regra
When / Also. Por exemplo: Quando Windows € adquirido, o Internet  Explorer também
€ adquirido. Ainda que as ldgicas condicionais sgam conhecidas mais a fundo, outras
formas de logica também sio usadas em andlise dos dados, entre elas estéo: ldgicas de

variacdo e de tendéncia, por exemplo.

Os dgtemas de légica condiciond se sgparam em dois grupos digintos:
avores de regras ou de decisdo. Regras condicionais podem ser implementadas por
Inducdo ou Algoritmos Genéticos e véias outras formas de gerar arvores de decisdo
(por exemplo: CART, CHAID, CA.5, etc).

1) Regras

Neste caso 0s relacionamentos 6gicos sd0 representados como regras, as

guais podem expressar rel agces condicionais ou de associacao.

Como exemplo de regra condiciond, temos o seguinte comando: If
Condic&o 1Then Condicéo 2

Como exemplo, num banco de dados demogréfico podemos ter uma regra
If Profissio = Atleta Then Idade < 30

Aqui n6s comparamos os vaores contidos nos campos de uma determinada
tabela, ido é temos uma representacdo de "atributos-vaores'. Profissio € o atributo e
Atleta, o vaor.



As regras condicionails normadmente se utilizan de tabdas com diversos

atributos (isto €, campos) e vaores, como mostrado na tabela 1:

{PRIVATE} Profissao |dade
Nome
Pedro Atleta 25

Tabela 1 — Regras Condicionais [POL 97]

As regras ainda facilitam ir dém das representagBes de atributo-vaor, pois
com eas podemos ter um atributo 16gico apenas comparando os valores de dois campos
sem nomear explicitamente quaisquer vaores. Este tipo de relagdo ndo pode ser

estabelecida através de arvores de deciséo ou tabul agdes cruzadas.

A conexdo légica é diferenciada a partir da légica condiciond, tanto em
termos da linguagem da expressdo como da edtrutura de dados usadas. Analise por
Conexdo (ou Andise por Associacdo) € a procura por padrbes e condicdes que
decrevem vaios itens, como "grupos Smulténeos’ ou “"acontecimentos Smultaneos’

numa s&rie de eventos ou transagdes. Uma regra de afinidade possui a seguinte forma:

When Item 1

Also Item 2.

Devemos notar que esta € uma estrutura de dados que difere da regra da
I6gica condiciona, onde "conexdes absolutas’ necessitam ser estendidas para conexdes

dimengonais para obter melhores resultados. Uma conexéo dimensiond tem a forma:

|F Sistema operaciona = Windows
WHEN Item = Bloco de Notas
ALSO Item = Internet Explorer

Aqui, as légicas condicionais e as asociaivas etédo combinadas. Esta

forma de estrutura hibrida libera o red poder dalégica transparente.
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As regras 2 destacam quando trabaham com dados numéricos e néo-
numéricos de uma maneira uniforme, porém ao se trabahar com dados numéricos pode
ocorrer dgumeas perdas de padrdes, tendo em vista que agumas aproximagdes valem-se
da quebra de campos numéricos nos codigos ou nos vaores especificados, podendo,

efetivamente, remover todas as consideragdes numéricas dos codigos.

Para exemplificar 0 exposto acima, consideremos um campo ldade, o qua
necessta sr subdividido em 3 faixas (1-30), (31-60), (61-100), correspondentes
repectivamente a jovem, meia-idade e velho. Mesmo os dados podendo manter padrdes
superpostos em qualquer das faixas, pode ocorrer, por exemplo, da faixa (27-34) ser
muito importante em determinada  transacdo, logo aguns padrdes e agumas
aproximacdes baseadas em codigos de transferéncia podem ser perdidos.

As regras também auam de forma stidfadria em dados multi-
dimensionais, pois elas permitem que seus padrdes possam ser mesclados ao longo de
multiplas dimensdes e seus formatos 16gicos, logo podendo se trabahar com faixas de

dados numéricos.

Regras também podem ser representadas através de arvores de decisdo, mas
gpesar da semdhanca a nivel superficid, tém uma técnica diferente, pois as &vores de
decisio ndo expressam associagbes ou padrdes baseados em atributos, onde os valores

de dois campos so comparados sem homeacao explicita de qualquer vaor.

Exisem duas formas de abordagem com regras que podem ser utilizadas no
processo Data Mining: regra indutiva e dgoritmos genéicos. Edas abordagens
examinam, aravés de uma pré-computacdo, cada possibilidade da regra até numa série
de dados que ja estavam incluidas (previstas). Nesses casos, a aplicacdo destas
abordagens ndo se torna prética, tendo em vista que somente uma Unica coluna de

dados pode ser usada porque o espaco 16gico € imenso.
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la) Regralndutiva

Denomina-se regra indutiva o processo na qua se andisa uma sie de
dados e, a partir desta analise, se gera padrdes. Pelo fato de explorar automaticamente a
série de dados, como mostrado a seguir naFigura 7:

Sugestdes do usuario

Novas hipéteses

Analise
Estatistica

Pesquisa Mecanismo

de inducao

v

Regras extraidas

H@I«I¢

Figura 7 — Processo I ndutivo [POL 97]

O sistemaindutivo cria hipteses que conduzem a padrfes.

O processo de aplicacdo de regra indutiva € semehante aguilo que um
andiga faia em uma andise exploratdria Para exemplificar tomamos como exemplo
um banco de dados contendo informagbes demogréficas, primeiramente o Sstema de
inducéo pode examinar como as idades sfo didtribuidas, a partir dai, pode-se perceber
uma interessante variacdo para aguelas pessoas cujas profissdes sdo listadas como
aletas profissonais. Como esta observacdo, ou sga, esta hipotese é considerada

relevante pelo Sstema, 0 mesmo imprimira a seguinte regral

IF Profissdo = Atleta THEN idade < 30.



Inducdo de regras podem descobrir regras muito geras, as quas lidam
ambas com dados numéricos e ndo numeéricos. E as regras podem combinar declaracOes

condicionais e de afinidade nos padrdes hibridos.

E importante que se faca uma distinggo entre regras cobertas e inexatas. As
regras inexatas podem ter fixados a elas um padrdo de margem de preciséo. Entretanto,
a confianca nas regras cobertas podem variar em termos de vaores numéricos no corpo
da regra Deste modo regras cobertas podem produzir muito mas expressdes de
conhecimento compactas e conduzir a comportamentos estavels. Uma chave de saida
aqui é a habilidade de ir dém dos bancos de dados formais e lidar com os padrdes
OLAP.

1b) Algoritmos Genéticos

Algoritmos genéticos, assm como regras indutivas, também geram regras
dos conjuntos de dados, porém os agoritmos genéticos ndo seguem a inducéo de
protocolo de regras de exploracéo orientada, ao invés disso eles contam com a técnica
de "mutacdo” que consiste em fazer trocas nos padrdes até que uma forma apropriada de
moddo surja via educagdo seletiva, como mosirado na Figura 8{PRIVATE
"TYPE=PICT;ALT=Figure 6'}

Primeiro padréo Segundo padréo

[N I N e N D I O
S g

Padrao resultante

Figura 8 — Algoritmos Genéticos ( troca de padrdes) [POL 97]

Edtes tipos de dgoritmos receberam a denominacdo “genéticos’ pois 0s
mesmos trabdham utilizando técnicas muito  semehantes aguelas  utilizadas  por
criadores quando cruzam material genético de plantas e/ou animais. No caso de regras,

o materia trocado é€ uma parte do modelo que a regra descreve.



A principd diferenca entre os dgoritmos genéticos e as regras de inducéo a
o fato de que os dgoritmos genéticos bassiam-se fundamentamente na combinacdo de
modelos das regras que tinham sido descobertas até entdo, enquanto que a inducéo de
regra baseia-se na base de dados. Algoritmos genéticos ndo s80 apenas para geracao de
regra e podem ser aplicados para uma variagdo de outras tarefas, aé mesmo

processamento de textos, etc.

2)  Arvoresde Decisio

Arvores de decisfio sfo utilizadas para expressar de forma smples a ldgica
condiciond. Um gdema que Utiliza ese tipo de dgoritmo aua Smplesmente,
dividindo uma tabela em tabelas menores pela sdecdo de sub-conjuntos baseados em
vaores de um atributo dado. O algoritmo de érvore de decisdo dependera diretamente
do modo como atabelafoi dividida, podendo ser: CART, CHAID, CA4.5, etc.

Como exemplo, consderemos atabela 2:

{PRIVATEIFY Estado Cidade Cor do Produto | Lucro
bricante

Paulo PR Curitiba Azu Alto
Paulo BA Salvador Verde Baixo
Pedro RS Pelotas Azu Alto
Pedro BA Salvador Veamdho Baixo
Lucas RS Pelotas Verde Médio
Lucas PR Curitiba Veamdho Médio

Tabela 2 — Tabela para Arvore de Decisiio [POL 97]

Na figura 9 entdo € mostrada uma &vore de decisio originada a partir da
tabela 2.
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baixo
BA
ato
Paulo
PR
j > médio
Lucas
ato
=
Estado Fabricante

Figura 9 — Arvore de Decisio [POL 97]

A avore de decisdo primeiro seleciona o atributo Estado, uma vez que em
muitos casos, incluindo a tabela acima, ndo ha um atributo melhor, e sga qua for o
aributo que a &vore escolha haverd uma perda de informaco, para comecar a operacao

de divisdo, e entdo o atributo Fabricante.
E importante observar que os seguintes fatos:

(@ “Produtos azuis 2o de dto lucro”.
(b) "Sdvador € um lucro baixo'".

nunca podem ser obtidos da tabela acima com uma &vore de decisfo, uma vez que uma
avore de decisfo sdleciona um atributo especifico por divisdo a cada estagio. Neste
caso entdo nds podemos obter ou o fato (&) ou o fato (b) da arvore, ambos ndo. Ja se
estivéssemos trabalhando com regras e tabelas cruzadas poderiamos descobrir ambos os

fatos.



3.8.2 Tabulacdo Cruzada

Egta € uma forma de se andisar os dados muito basica e smples, a qud é
muito utilizada em edatidica Para se daborar uma tabulacdo cruzada de duas
dimensdes edborase uma tabela com ambos cabecahos de linhas e colunas como
vaores de atributos. As células na extensdo de papd representam uma acdo agregada,
freqUentemente 0 nimero de co-ocorréncias de atributo que avaiam-se juntos.

Congderando a tabdla 2, a tabulagdo cruzada levando-se em consideracéo o

nivel de lucro poderia ser exposta como se segue hatabela 3:

{PRIVATE} | PR BA RS Azu Verde | Vamdho
Alto lucro 1 0 1 2 0 0
Médio lucro 1 0 1 0 1 1
Baixo lucro 0 2 0 0 1 1

Tabela 3 - Tabulacdo Cruzada [POL 97]

Para ndo dexar a tabulagdo cruzada muito larga, ndo foram incluidos na
tabela acima os campos de Fabricante e Cidade. A partir desta tabela podemos verificar
gue a soma das co-ocorréncias do Azul e de Alto lucro estd acima das demais, o que

nos indica um rdacionamento mais forte.

Quando estamos trabahando com um nimero pequeno de vaores ndo
numeéricos, as tabulagBes cruzadas sdo suficientemente smples para usar e encontrar

agumas relagbes | 6gicas condicionals.

Quando utilizamos as tabulagbes cruzadas podemos nos deparar com aguns
problemas como: quando o nimero dos vaores ndo numéicos sobe e quando as

relagtes ndo sdo apenas baseadas em somas.
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1) Agentes

Os agentes sdo variagbes das técnicas de tabulagdo cruzada. A diferenca
principad agui é que os agentes executam operagles verticais nas colunas da tabulacdo

cruzada anteriormente, devolvendo afirmagdes de impacto.

O temo "agente' é usado agumas vezes para referir-se as tabulacBes
cruzadas que sio graficamente mostradas numa rede. Por exemplo, se considerarmos a
tabulacdo cruzada acima, podemos definir 6 "agentes' para a meta Alto Lucro e

graficamente mostra-los como na figura 10.

Azul
O -
Vermeho 0
{PRI VATE"TY Qi
Lucro: alto
Verde 0
O—
PR 50
O—
BA 0
O—
RS 50
-

Figura 10 — Agentes[POL 97]

Aqui as edtatisticas 100 e 50 sdo smplesmente as porcentagens com que 0S
vaores sB0 associados com a meta, por exemplo, eles representam razdes de impacto,
nao probabilidades.

Como outras técnicas de tabulacdo cruzada, quando lidando com vaores

numeéricos, 0s agentes tém que separar 0S hUmeros em "codigos’ fixos, por exemplo:



separe ldade em trés classes de idade: (1 - 30), (31 - 60), (61 - 100). Naturadmente, o
dado pode manter padrdes que sobrepdem a qua quer uma dessas aress, por exemplo: a

area (27 - 34) aqua ndo serd detectada pelo agente. Também temos que levar em
consderagdo que caso as aress selecionadas sgam muito pequenas, havera muitas delas,

fazendo com que padrfes mais amplos sgam perdidos.

A tecnologia que envolve agentes, ainda sera mostrada no capitulo 1V, pois
0S mesmos sfo de fundamenta importancia na mineracd de dados no ambiente Web
(Web Mining).

2) RedesdeConfianga

Assm como os agentes, as redes de confianca sBo variagles das técnicas de
tabulacdo cruzada, sO que por sua vez, edtas redes olham para as fileiras da tabela na
forma horizontal, produzindo probabilidades.

Redes de Confianga (conhecidas como redes causais) contam também com
totails de co-ocorréncias, mes tanto a reproducdo gréfica como a representacdo

probabilistas sfo levemente diferentes dos agentes.

Paa s ilusrar uma redes de confianca sfo Utilizadas representacOes
gréficas de digtribuicdo probabilistas (derivadas de somas totais), 0s quais constam de
nos (variavels representadas) e arcos (representando dependéncias probabilistas) entre

asvariaveisde nds. A seguir, nafigura 11, temos um exemplo de rede de confianca:

Azul Vermeho Verde

Lucro alto Lucro baixo

Figura 11 — Rede de Confianca [POL 97]
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E importante resstar que o gréfico da rede de confianca ndo é cidlico,
ggnificando que néo existem ciclos.

3.8.3 Aproximacdes Equacionais

1) Estatisticas

Os dgoritmos que se bassian em aproximagdes equacionas edtatisticas
visam a congrucdo de uma supeficie que indiqgue o agrupamento de determinado
padrdo. Td dsema gerdmente utiliza um grupo de equagbes para definir uma
superficie dentro de um espagco numerico a partir de uma base de dados.

O mehor exemplo de conhecimento semdhante a superficie é uma linha
reta dentro de duas dimensdes de espaco, como na figura 1la Esta tem a equacéo
smples Y = (a* X) +b e conduz a aproximagéo linear em estatisica. Como o pardmetro
"d' varia nesta equacdo, a vertente da linha muda.

Figura 12 — Aproximactes Egtatisticas [POL 97]

Regressdo trabalha bem quando os pontos sfo gproximados consstindo uma
linha reta. Mas como nas figuras 11b e 1lc, é também possivel usar equagbes néo-

lineares para aproximar superficies planas.

Quando as superficies sBo ainda mais complexas, como exemplo Y = (X2 +
X + (UX)), ou quando ha vérias dimensies, a habilidade dos humanos de entender as
equagies e superficies diminui muito rgpidamente. Contudo, ainda € possivel construir

tals superficies.



2) RedesNeurais

Redes Neurais s8o uma classe de modelagem de progndstico que trabalha
por guste repetido de pardmetro. Estruturamente, uma rede neura consste em um
nimero de elementos interconectados (chamados neurdnios) organizados em camadas

gue aprendem pela modificagdo da conexdo. Um modelo de redes neurais é mostrado na
Figura 13.

Caodigo de Valores

“ Camada

Camadade intermediéaria
entrada

Camada saida

Figura 13— Modelo de Redes Neurais[POL 97]

Redes neurais gerdmente condréem superficies equacionails complexas
através de interacOes repetidas, cada hora gustando os parémetros que definem a
superficie. Depois de muitas repetiches, uma supeficie que determina um possivel
padréo pode ser definida, de forma que se aproxime de muitos pontos dentro do grupo
de dados.

Dentro da rede neura os neurbnios tem fungdes especificas que sfo: avdiar

valores de entrada, cacular o total para valores de entrada combinados, compara o tota
com um vaor limiar, determinar 0 que seraa saida

Enquanto a operacdo de cada neurbnio € razoavelmente smples, porém
procedimentos complexos podem ser criados pela conexd de um conjunto de
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neurdnios, onde temos entradas de neurbnios ligadas a uma camada intermedi&ia (ou
varias camadas intermedi&rias) que é entdo conectada com a camada de saida, como
podemos observar nafigura 13.

E importante fazer um “adestramento” da rede em um dataset de
treinamento antes de se congruir um modelo neurd, e entdo depois, com a rede ja
treinada, partir para as predicdes. Também € interessante que se faca um monitoramento
do dataset durante a fase de treinamento, para que desta forma possamos checar seu

Progresso.

Cada neurénio gerdmente tem um conjunto de pesos que determina como o
neurdbnio avalia a combinacdo dos sinais de entrada. A entrada para um neurdnio pode
sy postiva ou negativa. O aprendizado se faz pela modificacdo dos pesos usados pelo

neurdnio de acordo com a classificacéo de erros que foi feita pela rede como um todo.

Durante a fase de treinamento, a rede estabelece 0s pesos que determinam o
comportamento da camada intermedidia Um  temo  popular  chamado
"backpropagation” (propagacéo reaimentada) € usado, algumas vezes, quando 0s pesos
S80 g ustados baseados nas estimativas feitas pelarede.

-

Realimentador do

Predicagbes ——» modulo de
C)_> aprendizagem
Camada saida T
Camada .
Camadade intermediria Dados atuais

entrada

Figura 14 — Propagacdo Realimentada [POL 97]

Na prética, as redes neurais trabaham somente em subconjuntos e exemplos

de dados e as vezes criam problemas quando rodam com grandes conjuntos de dados.
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Uma solugdo para que redes neurais possam ser usadas em bases de dados maiores € se
fazer com que os dados no depdsito sgjam mapeados dentro de nUmeros reais antes que
arede possa usalos, porém iso € uma tarefa dificil para dados comerciais onde muito

de seus vaores ndo s3o NUMéricos.

Na aplicacdo de redes neurais o interfaceamento para um grande deposito de
dados pode se tornar um problema, pois a entrada para uma rede neural deve ser aravés
de dados numéricos, 0s quais ainda devem ser pesados ou medidos. Até mesmo campos
numericos (inclusive datas) sdo medidos ou pesados, isto significa que estes dados sdo
mapeados dentro de vaores que os tornem uniformes. Entretanto, € impossivel se
mapear diretamente vaores que sgam numéricos, ja que isto iria introduzir
relacionamentos inesperados nos dados, conduzindo a erros posteriores. Para explicar o
exposto acima tomemaos como exemplo a seguinte Situacdo: se nds temos 100 cidades e
designamos 100 numeros para elas (de 1 a 100), cidades com valores 98 e 99 pareceréo
bem mais relacionadas do que as de nimeros 21 e 77, ou sga, a rede ird pensar que as

primeiras cidades estéo de algum modo relacionadas, 0 que pode ndo ser verdade.

Portanto conclui-se que o mehor meio de usar redes neurais em grande
banco de dados seréd pela combinagdo com regras, permitindo-lhes fazer prognosticos

dentro de uma arquitetura hibrida.



4 Mineracao de Dados na Web —Web Mining

4.1 Introducéo a Web Mining

Nos Ultimos anos o nimero de computadores ligados a Internet tem
aumentado extraordinariamente como pode ser visto pelos dados apresentados na tabela
4 sobre o crescimento de DNSs Domain Name Servers) e maquinas na rede. Pode-se
perceber que 0 nimero de hods e dominios vem aumentando de maneira exponencid.
Em janeiro de 1998, ja eram quase 30 milhdes de computadores ligados diretamente a
Internet. Se condderarmos os computadores que hoje estéo atrés de firewalls em
Intranets ou que ndo ficam permanente ligados a Internet, esse nimero deve ser duas ou
trésvezesmaior [NET 97].

{E}REI)\;A;IT Hosts Dominios
Jan 98 29.670.000
dul 97 19.540.000 1.301.000
Jan 97 16.146.000 828.000
Jul 96 12.881.000 488.000
Jan 96 9.472.000 240.000
Jul 95 6.642.000 120.000
Jan 95 4.852.000 71.000
Jul 94 3.212.000 46.000
Jan 94 2.217.000 30.000
Jul 93 1.776.000 26.000
Jan 93 1.313.000 21.000

Tabela 4 — NUumero de hosts e dominiosda Internet [NET 97]

Ede crescimento deve-se, principdmente, a dois fatores primero, a
popularizacdo de servidores WWW (World Wide Web), ou smplesmente Web (Teia) e,
segundo, 0 grande nimero de empresas comerciais que passaram a disponibilizar seus
produtos, servicos e informacdes através da rede [NET 97]. Este é o segmento que mais

tem crescido na Internet. Devido a este crescimento explosvo de fontes de informagéo



digponivd na Web, tornou-se necessxio para 0s usudios, Uutilizar ferramentas
automatizadas para achar, extrar, filtrar, e avdiar informacbes e recursos desgados.
Além disso, o fato da Web ter se tornado um importante melo de comércio eetronico,
fez com que grandes companhias investissem milhGes de ddlaes em Internet e
tecnologias de Intranet, juntamente com técnicas para descobrir padrdes entre seus
usu&ios, para que, desta forma, pudessem direcionar suas edratégias empresarias.
Edes faores fizeram com que surgisse a necessidade de se criar Ssemas intdigentes
gue pudessem minerar estes dados na Web, dando origem a nova tecnologia de
mineracao de dados, a mineracéo de dados na Web ou Web Mining .

Podem se definir Web Mining, de forma ampla, como sendo a descoberta e
andise de informacdo Util da Web. Esta definicdo ampla descreve duas técnicas a
primeira € a procura automética e recuperacéo da informacdo e recursos através de
milhdes de locais e de bancos de dados on-lines, a esta técnica d&-se 0 nome de Web
Content Mining, a segunda visa a andlise de dados de usu&rios objetivando encontrar
padrbes entre eles, e esta recebe o nome de Web Usage Mining.

Nesta secdo serdo apresentadas as técnicas de Web Mining, isto é, a Web
Content Mining e a Web Usage Mining. Também serdo descritos aguns recentes

traba hos e ferramentas rel acionadas a estas técnicas.

4.2 Web Content Mining (Mineracao de contelldo Web — paginas)

Dado o cenédrio atud da Web, contendo bilhGes de informactes, ndo € de se
edranhar que uma das maiores fontes de informagdes para pessoas e organizagoes sga
aravés dda. Apesar digto, é dificil locdizar informagbes relevantes sobre determinado
assunto somente através dos links dos documentos hipertexto. Para permitir que a busca
de informacbes sga mais eficiente foram criados os indices de documentos, conhecidos
como Search Engines. Exemplos de Stes que oferecem este tipo de servico sdo
Altaviga (Www.dtavidadigitd.com), Excite (www.excitecom), Infoseek  (
www.infoseek.com.com) e Lycos (www.lycos.com). Esses tipos de sites pode funcionar

bas camente de duas maneiras [COS 96].



Coleta de dados e indexacéo: Agentes, conhecidos como robds, percorrem
aWeb, coletam, armazenam e indexam as informagdes.
Meta-indices. Utilizam os préprios indices de pesquisa para redizar a

pesquisa.

Edes dtes indexam drings em paginas HTML e, portanto, apresentam

problemas relacionados com questdes de relevancia e abrangéncia.

Outros recursos que visam facilitar a pesquisa sGo os diretérios organizados
com a intervencéo humana. Apesar de eficientes, este tipo de dte é dificil de se manter
audizado devido a0 grande dinamismo da Web. Outro problema € que a visio do
categorizador da informacdo pode ser diferente da do usu&io. Exemplos de dtes deste

tipos sGo The Mining Company ( homeminingco.com) e Yahoo ( www.yahoo.com).

A criagdo desses Sites de pesquisa foi um grande avango para 0s usuarios da
Web, pois facilitou bastante a pesquisa na rede mas trouxe consgo o0 problema da
rdevancia e abrangéncia Em gerd, quanto mas abrangente € uma pesguisa menos
relevante sBo os resultados €, vice-versa, ou sga, quanto mais relevante € uma pesguisa

menos abrangente sdo os resultados [COS 96].

O ponto central dessa questdo € que a Web ndo foi plangada e projetada
para armazenar informacbes de forma organizada e ordenada. Pelo contrario, sua
heterogeneidade e fata de estrutura existente em suas fontes de informacéo, através dos
documentos de hypertexto, faz com que a descoberta automatizada de conhecimento, a
organizacdo, e a administracdo das informagdo neste meio de comunicagdo, tornem-se

atividades dificeis de se executar.

As faramentas de procura e indexacd tradicionais que auam na \Web,
citadas acima, provéem um pouco de conforto para os usuarios, porém eas gerdmente
ndo provéem informacdo edruturd, categorizacdo, filtragem e  interpretacéo de

documentos.



Estéo sendo redizados, auadmente, estudos e avaliagOes edtatisticas para se
comparar as ferramentas de procura mais populares. Estes estudos entusiasmaram 0s
pesquisadores a desenvolver feramentas mas inteigentes para recuperacédo de
informacéo na Web, através do desenvolvimento de agentes inteligentes, como também
de banco de dados e técnicas de mineracéo, visando, desta forma, prover um nivel mais
ato de organizagd para os dados semi-estruturados disponivel na Web. Alguns destes
esforcos serdo mostrados no decorrer desta secéo [LEI 97].

As informacles referidas como dados néo-estruturados, sfo aquelas que
encontram-se na forma de textos, imagens, gréficos, videos ou sons. Segundo Phillip
White, chega-se cdcular que 80% das informagbes que uma empresa utiliza ndo estéo
armazenadas em Bancos de Dados na forma de nimeros e caracteres. Os chamados
dados edruturados, agueles convencionais, armazenados na maioria dos Sistemas de
Geréncia de Bancos de Dados, sGo mas fécels de serem tratados por meos
computacionas, porque exisem linguagens formais (como SQL e QBE) que permitem
sua manipulacdo e consulta de forma mas concisa e precisa JA os dados néo-
edruturados necessitam de mecanismos computacionais diferentes dos tradiciondmente
usados, para que possam ser coletados, armazenados, manipulados e consultados. Esta
necessdade por ferramentas e técnicas para tratamento de dados ndo-estruturados se
torna cada vez mas urgente na medida em que aumenta 0 volume de informacOes

armazenadas, sgjana Internet ou em ambientes corporativos privados [WHI 96].

Chen cita a frustracBo dos usuarios com o0 problema da "sobrecarga de
informagdes’. Ela ocorre quando 0 usu&rio tem muita informagd a0 seu dcance, mas
ndo tem condigbes de trata-la ou de encontrar o que reamente desga ou lhe interessa
[CHE 96].

4.2.1 Técnicasde Recuperacdo de I nformacdes

Segundo Jm Cowie apud Loh, a &ea de Recuperacdo de Informacdes
procura coletar documentos e atigos com texto relevante. As ferramentas de
Recuperacdo de Informaghes, gerdmente, trabaham com técnicas de indexacéo,
capazes de indicar e acessar mais ragpidamente documentos de um Banco de Dados
[LOH97].
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Segundo Yates apud Loh, exigtem trés tipos de indexacdo: indexacdo
tradicional, indexagéo do texto todo, e indexacéo por tags [LOH97].

indexagdo tradicional: onde uma pessoa determina o0s termos descritivos
ou caracterizadores dos documentos, os quais fardo parte do indice de busca. Este tipo
pode ser encontrado na maioria das hibliotecas, sendo objeto de estudo da &ea de
Ciéncia da Informacdo. A criacdo de Thesaurus (indice hierarquico de assuntos) € uma
das preocupactes desta &rea. Entretanto, o maior problema deste tipo de indexacdo é
gue a intervencdo humana pode gerar fahas no indice, dém de ser uma atividade dificil

€ gue consome muito tempo.

Tas problemas ocorrem porque é necessario estabelecer hierarquias pré-
definides e nelas encaxar os documentos. Também serd necessxio andisar oS
documentos para determinar em que categoria se encaxam. Erros de classficacdo
podem ocorrer quando o contelido dos documentos ndo é bem andisado (ou apenas seu
titulo € condderado) ou quando ndo exigem (ndo foram definidas) categorias
intermedi&rias (ou sga, quando um documento ndo se encaixa bem em nenhuma das

categorias pré-definidas, dando aimpressao de que deveria haver outra categoria).

Outros problemas podem ocorrer quando o usué&io do indice for recuperar
documentos. Se 0 assunto de busca ndo for bem determinado ou se ndo exigir uma
categoria adequada para 0 que se desga, tavez sgam recuperados documentos

irrdlevantes ou entdo nenhum documento sgja recuperado.

indexacao do texto todo: onde todos os termos que compdem o documento
fazem parte do indice. Neste segundo tipo de técnicas (indexacéo full-text) procura
indexar todos os termos, sem edruturas hierarquicas entre estes. As ferramentas
indexam automaticamente todas as paavras do documento, gerando indices volumosos.
Para diminuir o problema do tamanho dos indices exisem técnicas como avores, ligas
invertidas, etc. Também paa diminuir o problema do tamanho dos indices mas
principdmente para evitar a indexacdo de termos indesgados ou inconssténcias no
indice, podem ser gplicados filtros neste processo [CHE 96].



Por exemplo, as chamadas stop-words (palavras que ndo fazem diferenca no
contelido, tails como preposicdes e artigos) podem ser eiminadas. Datas e nimeros
podem s normdizaedos (utilizando-se um padrdo). Pronomes podem ser subgtituidos
pelos nomes correspondentes. Sinbnimos podem ser subdtituidos por um termo-padréo,
e pdavras compostas podem ser subgtituidas por um termo sSnénimo smples (composto
de uma paavra s0).

indexacéo por tags (por partes do texto): onde gpenas algumas partes do
texto sd0 escolhidas, automaticamente, para gerar as entradas no indice (somente
aguelas condderadas mais importantes ou mals caracterizadoras). Neste tipo de
indexacd0 procura-se indexar somente as partes relevantes do documento. Para tanto, as
ferramentas automatizadas deverdo andisar cada documento, procurando por marcas

(tags) que identificam estas partes mais importantes.

Moulin gpud Loh, exclarece como a identificagdo das partes sgnificativas
(agudlas a serem indexadas) pode ser feita automaticamente, declarando que os
documentos possuem uma macroestrutura (composta por cabegahos, titulos, capitulos,
€tc), uma microestrutura (a qual contém o contelido 16gico do documento e que pode ser
identificada por paavras-chave que introduzem condigoes, excegOes, referéncias, etc) e

uma camada de dominio (contendo as demais informagdes) [LOH 97].

Nesta mesma linha, as ferramentas descritas por Hardy apud Loh et d.
extraem paavras-chave com base em marcas fags) da macroestrutura dos documentos.
Ha uma tabela de tags especifica para cada tipo de arquivo (por exemplo: programas
contém procedures, funcBes, comentarios, etc; mensagens de correio eetrbnico contém
destinatério, remetente, assunto) [LOH 97].

Entretanto, estas ferramentas encontram problemas quando o documento
nd0 possui uma macroedtrutura pré-concebida (tal como acontece nos textos livres
armazenados em arquivos ".TXT"). Neste caso, somente as paavras das cem primeiras
linhas seréo indexadas, para evitar uma indexacdo full-text. A premissa utilizada por

Hardy é ade que no inicio do documento é que se encontra sua descri¢ao.



69

Para a indexagd por tags, a maoria dos trabahos adota o uso de
gramdticas, parsers, expresdes regulares e autObmatos finitos para a definicdo e

identificaco das marcas.

O maior problema das técnicas de indexacdo por tags € que os tipos de
documentos devem ter sdo andisados previamente, ou sga, ja se deve conhecer que
tipo de contelldo compde os documentos e quais as marcas que identificam as partes
relevantes de um documento. Entéo as ferramentas acabam sendo muito especificas para
determinados tipos de informacdo e documentos.

Outro grave problema que ocorre nas técnicas tradicionais de recuperacéo
de informacbes € que muitas vezes documentos importantes ndo S30 recuperados,
enquanto que outros irrdlevantes sdo gpresentados a0 usU&io. Isto se da porque estas
técnicas estdo baseadas na presenca ou ndo de paavras nos documentos. Entretanto,
pode haver documentos relevantes que ndo contém as palavras especificadas para a
busca e pode haver documentos que contém as paavras de entrada mas que ndo tratam

do assunto desgjado.

Este problema é denominado de indexacd imprecisa e ocorre porque a
pessoa ou técnica que descreve e indexa os documentos pode utilizar termos diferentes
de quem procura pelos documentos. Alguns trabahos procuram solucionar td problema

com técnicas de indexacdo semantica ou por contexto.

Jm Cowie gpud Loh, sugere que as técnicas para indexacdo devem gerar
indices sendgtivos mais intimamente relacionados a0 red dgnificado de um texto em

particular e ndo baseados na presenca de termos sem identificacdo do contexto [LOH
97].

Chen define contexto ou espaco conceitud como sendo um conjunto de
paavras que definem um assunto ou aea do conhecimento. Algumas técnicas entéo
procuram recuperar documentos baseadas no contexto dos documentos. Além disso o
mesmo autor discute técnicas baseadas na freqiéncia de termos em documentos. Para

determinar a importancia de um termo em um contexto (0 quanto de guda a definir um
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contexto), € necessaio primero identificar os termos que compdem os documentaos,

bem como quantas vezes cada termo aparece em cada documento [CHE 96].

Depois, aravés de formulas baseadas na Teoria da Informacdo, pode-se
determinar o grau de relacdo entre o termo e o0 documento. Feito isto, 0 grau de relacéo
entre 0s termos pode ser definido também com base em formulas ja testadas. Ou sga,
termos que gparecem nos mesmos documentos, podem ser utilizados conjuntamente
para a busca de documentos deste contexto (estes termos relacionados gudam a definir
melhor o contexto).

Edas formulas basdam-se na freqiiéncia e na fregliéncia inversa dos termos
e gudam a definir que termos podem ser usados para recuperar determinado contexto
(ou documentos deste contexto). Se um termo aparece em muitos documentos, seu graul
de discriminacéo serd baixo (pois muitos documentos serdo recuperados a partir deste
termo), enquanto que, se um termo gparece em poucos documentos, entéo diz-se que ee
caracteriza bem estes documentos. Obviamente, termos que aparecem em todos os

documentos (como as stop-wor ds) ndo serdo analisados.

Assm, podem ser criadas ferramentas que estabelecam o conjunto de
termos que definem um contexto, a partir de documentos textuais especificos deste
contexto, previamente escolhidos (ou por trabalho humano, ou por tags especificas,
como segdes de um jornal).

Cada termo dentro do conjunto determinante pode ter um grau maor ou
menor de importancia, e este grau pode s utilizado para classficar os documentos
recuperados em ordem de relevancia (com base nos termos presentes no documento e

Seus respectivos graus de importancia).

Entretanto, Jm Cowie apud Loh, adverte "modeos probabilisticos de
freqiéncia de paavras, usados para computar a probabilidade de um texto ser relevante,
dependem da disponibilidade de documentos relevantes e irrdevantes’ (e edte trabaho
deve s feito manuamente) [LOH 97]. Também para tratar o problema de busca

contextud, ha a técnica de Chakravarthy, a qua se utiliza de expansdes semanticas de
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paavras [CHA 95]. Expandir semanticamente uma pdavra nada mas € do que
encontrar outras paavras relacionadas com €a, utilizando entéo este conjunto para
busca de documentos. O referido autor utiliza as definigdes de um dicion&io para achar
as paavras que se relacionam, eiminando stop-words e modela estas relacbes através
de redes semanticas, criadas manuamente. Entretanto, os problemas desta técnica sfo
saber que paavras expandir para fazer a busca e se as novas paavras acrescentadas
reelmente fazem parte do contexto. Segundo os experimentos de Chakravarthy, agumas
das novas padavras ndo fazem parte do contexto, 0 que pode fazer com que documentos
irrdlevantes sgam recuperados. Quando houver mais de um contexto possivel para uma
dada sStuacdo, Wiess cita técnicas que utilizam moddagem de contextos dternativos,

permitindo que contextos diferentes possam ser explorados em paraelo [WIE 96].

A raiz do problema de contextos diferentes estd na imprecisdo dos termos
(termos com dgnificados diferentes). Este problema pode ser notado tanto no momento
da criacdo do indice, como na hora da recuperacdo. Isto se da porque as pessoas
utilizam vocabul&rios diferentes para exprimir suas intengdes. Para tratar este problema,
Clarisse Souza definiu técnicas para geracéo de linguagens (escolha de termos,
expressies, representaces, signos e simbolos) e para a interpretacdo de termos e
linguagens [SOU 93].

A patir das referidas técnicas modtradas acima para recuperacdo da
informagdo, podemos classficar a mineragdo de contelido na Web de duas formas: a
Aproximacdo Baseada em Agentes e Aproximacao Baseada em Banco de Dados.

4.2.2 Aproximagdo Baseada em Agente

Define-se agente como sendo uma pega de software que executa uma
determinada tarefa empregando informacdo extraida e seu ambiente para agir de forma
adequada no sentido de completar sua tarefa de modo bem sucedido. O software deve
ser capaz de adaptar-se a eventuais modificagbes ocorridas em seu ambiente de modo
que o resultado pretendido sga independentemente acangado. Segundo Hermans apud
Cadtilho, a utilizacdo destes agentes inteligentes vem ganhando uma grande aceitacdo na
busca de conhecimento na Web, tendo em visa que des superam muito as técnicas

utilizadas em servicos de procura aud, como Alta vita, Lycos efc, os quais séo
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baseados em search enginnes [CAS 98]. Por exemplo, 0s programas que coletam
informagdes para 0 Lycos - um sarvico de busca de informagdes a partir de pdavras
chaves - criam resumos dos documentos que encontram condituidos pelo titulo,
subtitulo e cabecahos, as cem paavras de maior peso (segundo um agoritmo particular
de cdculo) as vinte primeras linhas, seu tamanho em bytes e o nimero de pdavras. A
informacdo coletada, caracterizada por suas pdavras-chaves - as vezes por adguma
informacdo suplementar, € entdo inserida em uma grande base de dados. Usuérios
interessados em agum tipo de informacdo recorrem a essa base de dados por meio de
consultas onde fornecem palavras-chaves relacionadas com o assunto de interesse. Este
método de procura poderia se implementado com maior facilidade aravés da utilizagéo

de agentes.

Segundo Hermans apud Castilho, as comparacfes entre a aplicacdo de
agentes inteigentes e as técnicas atuais de pesquisa na Web podem ser andisadas
através da Tabela5 aseguir [CAS 98]

M ecanismos de Pesquisa

Agentes de I nformacao I nteligentes

Uma pesquisa € redlizada com base em uma ou mais
palavras-chaves fornecidas pelo usuario. Isto pressupde
que 0 usu&io é capaz de formular o conjunto mais
adequado de palavras-chaves para a recuperagdo da
informagdo desgjada. Consultas realizadas com paavras-
chaves erradas, a mais ou a menos irdo produzir a
recuperagdo de informacdo irrelevante (ruido) ou ndo

irdo recuperar informagdo relevante.

Agentes conseguem pesquisar informagdes de modo
mais inteligente, por exemplo com o uso de
ferramentas (tais como um thesaurus) que o0s
habilitam a redlizar a pesquisa baseados em termos
relacionados;, mesmo em conceitos. Os agentes
também podem empregar tais ferramentas para
refinar ou até corrigir consultas, com base em um

modelo do usudrio ou outras informagdes

O mapeamento da informagdo é redizado pela coleta de

(meta)informagdo sobre a informagdo e documentos
disponiveis na Internet. Este método consome tempo
demasiado, além de ocasionar o tréfego de grandes
Quantidades de dados. Faltalhe eficiéncia e uma melhor
adequacdo a natureza dindmica da Internet e a da
informacdo que nela pode ser encontrada.

Agentes de informagdo individuais podem criar sua
prépria base de conhecimento sobre fontes de
informagdo disponiveis na Internet, a qua €
atualizada e expandida ap6s cada pesquisa. Quando a
informacdo (um documento) houver sido removida
para um outro local o agente deve ser capaz de
encontré-la e atualizar sua base de conhecimento.

A pesguisa por informagdes € muitas vezes limitada a
apenas aguns servigos da Internet, como o WWW.
Pesquisar informagdes oferecidas por outros servigos (p.
ex.. uma base de dados com acesso via telnet) € um
trabalho usualmente executado de forma manua pelo

usudrio.

Agentes de informagdes podem assumir os detalhes
protocolares de conexdo com o0s diversos servigos e
também a localizagdo da informag&o, deixando para o
usuario apenas a formulagdo da consulta: o que
exatamente deve ser procurado, sem se preocupar
com onde possa estar.
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Os mecanismos de pesquisa nem sempre estdo| O agente pessoal de informagdes esta sempre a
disponiveis. O servidor onde um servico reside pode ter | disposicdo de seu usuério e pode ser executado em
caido ou entdo estar sobrecarregado. Os usu&rios| paralelo com outras tarefas ao longo das 24 horas do
4 regulares entdo terdo de procurar um servico alternativo, | dia. Além disso p ode ser programado para detectar e

provavel mente com operagdo e caracteristicas diferentes. | evitar horas de pico em diferentes fusos horéarios.

Mecanismos de pesquisa atuam de forma independente | Agentes inteligentes serdo capazes de pesquisar por
de Dominio no modo de tratar a informacdo coletada e | informagdo com base em contextos. Iréo deduzir tal
no modo com que a oferece ao usuério. Os termos nos | contexto a partir do modelo que possuem do usuério
S documentos coletados sio extraidos de seu contexto e | ou por meio de outros servigos.

tratados como se fossem mera lista de palavras-chaves.

A informagdo na Internet comportase de forma| Os agentes podem gustar-se as preferéncias e
extremamente dindmica e muitas vezes os mecanismos | desgjos de seus usudrios individuais. |dealmente isto
de pesquisa referem-se a informagBes que foram| poderd conduzir a agentes em permanente ajuste
transferidas para locais desconhecidos, ou simplesmente | quanto a0 que deve ser procurado com base nas
6 | desapareceram.  Os coletores de informagbes n&o| reagBes de seus usuarios ao resultado de pesquisas
gprendem com tais tentativas fracassadas e portanto ndo | anteriores. Além disso os agentes sdo capazes de
se auto-gjustam para evitar falhas futuras. Além disso, | pesquisar a Internet de modo continuo em busca de
como realizam sua pesquisa em intervalos regulares o | nova informagdo sobre tOpicos em que seu USUario
usuario ndo tem noticia de atualizactes realizadas costuma estar interessado.

Tabela 5 - Comparacdo entre M ecanismos de Pesquisa e Agentes de

Informacao I nteligentes[CAS 98]

A gproximagdo baseada em agentes para mineracdo de dados na Web
envolve 0 desenvolvimento de sstemas sofidticados de IA, os quais podem agir de
forma autbnoma ou ndo, em nome de um usuaio particular, descobrindo e organizando

informagdes presentes na rede.

Gadmente eta técnica se divide em trés categorias de Sstemas de
mineracéo. Os exemplos de agentes, que se encontram dentro dessas trés categorias,
foram estabel ecidos segundo Coolye et. . [CMJ 95].:

Agentes | nteligentes de Procura

Foran desenvolvidos véios agetes intdigentes para  procurarem

informagdes pertinentes, os quais usam carecterigicas de um dominio particular e




74

possvdmente um pefil de usu&io, visando organizar e interpretar a informacéo
descoberta.

Como exemplo deste tipo de agente, temos. Harvest, FAQ-Finder e
Information Manifold que trabalham ou aravés de pré-especificacdo de informagdes de
dominio especificas sobre tipos particulares de documentos, ou em modeos codificados
das fontes de informacdo. Outros agentes, como ShopBot e ILA (Internet Learning
Agent), tentam interagir e aprender com a estrutura da fonte de informacdo. O ShopBot
recupera informagbes de produtos de uma variedade de diferentes locais de venda, e
através disto usa a informagdo recuperada sobre 0 dominio do produto. For outro lado, o
ILA aprende com modelos de varias fontes de informacéo e traduz estes em sua prépria

hierarquia interna de conceitos [CMJ 95].

Filtragem e Categorizacéo da | nformacgéao

Vérios agentes de rede usam diversas técnicas de recuperacdo de informacdo
e categorizacdo de documentos hypertexto na Web, eles atuam abrindo o documento,
recuperando sua informagbes automaticamente, filtrando-as e categorizando-as. Por
exemplo, HyPursuit usa informacdo seméntica embutida em estruturas de links como
também conteldo de documento para criar hierarquias de agrupamento de documentos
hypertexto, estruturando um espaco de informacéo, ja o BO (Organizador de Marcador
de Paginas) combina técnicas, as quais sé0 armazenadas obedecendo uma hierarquia, e
a interacdo do usuaio, organizando desta forma uma colecdo de documentos Web

baseando- se em informagdes concetuals.

Agentes de Rede Per sonalizados

Outra categoria de agentes de rede inclui agueles que obtém ou agprendem
preferéncias do usu&io e descobrem fontes de informacdo de rede que correspondem a
edas preferéncias, e possvelmente, aravés destes, preferéncias de outros individuos
com interesses semehantes  (utilizando filtragem de informacdo). adguns  recentes

exemplos de tai's agentes incluem o WebWatcher e Paint.
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4.2.3 Aproximacao de Banco de Dados

Aproximagbes em Banco de dados para mineragdo de contetido na Web
enfoca técnicas que visam integrar e organizar 0 contelido heterogéneo e semi-
estruturado dos dados da Web em colegOes de dados mais estruturadas que possam
disponibilizar uma maior quantidade de recursos. ESta organizacdo pode ser feita
através da formacdo de bancos de dados relacionais, banco de dados de padrées e de
técnicas de mineracdo para analisar os dados presentes nestes bancos.

Abaixo seréo mostrados dois tipos desta técnica[CMJ 95]:

Bancos de Dados Multinivel

A idéia principd na utilizacdo dedta técnica é seguinte 0 mais baixo nive
do banco de dados armazena informaghes primitivas, semi-estruturadas, presentes em
va&ios banco de dados da Web, como documentos de hypertexto. O Nivel mais ato
armazena 0s meta dados ou generdizagOes obtidas dos niveis mais baixos, mantendo-as
organizadas em colegdes edtruturadas de dados, de forma relaciond ou aravés de

bancos de dados orientados a objetos.

Por exemplo, [ZAl 95] utiliza um banco de dados multinivel onde cada
nivel é obtido através de generdizacéo e operagbes de transformac@o redizados nos
nivels mais baixos.

Sistemas de Questionamento na Web (L inguagens)

Existem muitos sstemas de questionamento de dados na Web, entre os quais
s utilizam de diversos tipos de linguagens como SQL, que estrutura informagdes sobre
documentos da rede, e linguagens naturals, usadas para se implementar os tipos de
questbes que sfo utilizadas em procura de conhecimento na Web. Como exemplo,
podemos citar o0 TSIMMIS, que extrai dados heterogéneos e semi-estruturados de fontes

de informacdo Web e gera uma representacdo de banco de dados integrada desta
informacdo [CMJ 95].
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4.3 Web Usage Mining (Mineracdo de dados de usuarios na Web)

Web Usage Mining é a atividade de mineragdo de dados que visa a
descoberta automética de padrdes de usuérios, através de seus dados de acesso a Web.
Eda técnica vem se destacando muito auamente, pois inlmeras organizeges estéo
confiando cada vez mais na Internet e na Web para administrarem seus negécios, 1ogo
fazendo com que as edtratégias tradicionais e técnicas para andise de mercado passem a

ser redlizadas através deste fabuloso meio de comunicagéo.

Organizagbes geram e acumulam  freqUentemente  volumes enormes de
dados em suas operacles diaias. A maioria desta informacdo normamente é gerada
automaticamente aravés de servidores de rede e € guardada em logs de acesso ao
servidor.

A andise feta netes arquivos de logs pode gudar as organizagOes a
detectarem uma Sfrie de padrdes exigentes entre 0s usuarios, como: a esimativa de vida
de clientes, edtratégias de marketing direcionadas a determinados produtos, campanhas

de promog&o entre outras coisas.

Andise feita em dados de acesso a0 servidor e dados de inscrigbes de
usuaio também podem prover vdiosa informacdo. Por exemplo, em como mehorar a
edrutura de uma pagina, visando um aumento no NUMero de visitas & mesma e com s

possibilitar umamaior popularidade para a organizac2o.

Em organizagbes que usam tecnologias de Intranet, esdtas andises podem
fecilitar 0 conhecimento entre grupos de trabaho, e com isso, fornecer a administracdo

um maior controle da infra-estrutura organizaciondl.

Para aguelas organizagles que utilizam a Web para anunciar seus produtos a
andise em padrdes de usuaios torna-se importante pois €la guda a organizacdo a

direcionar seus andincios para grupos especificos de usuérios.

Em se tratando de andise de redes, a maioria das ferramentas existentes

provém de mecanismos para informar  as atividades de usuarios nos servidores e filtrar



varias formas de dados. Por exemplo, usando tais ferramentas € possivel determinar o
nimero de acessos a0 servidor e aos arquivos individuais dentro da rede da organizacéo,
os intervalos e a duracdo de tempo das vidtas, o dominio e as URLs vidtadas no
servidor da rede. Em gerd, porém estas ferramentas sdo projetadas para melhorar o
trafego entre servidores, provendo pouca ou nenhuma andise na relacdo dos dados

presentes nos arquivos de acesso com os diretdrios do servidor de rede [CMJ 95].

Sistemas mais sofisticados e técnicas para descoberta e andise de padres
esté emergindo agora. Estas ferramentas podem ser colocadas em duas categorias

principais, como mostradas abaixo [CMJ 95]:

4.3.1 Ferramentas de Descoberta de Padr 6es

As ferramentas de descoberta de padrbes que estdo surgindo atuamente,
fazem enorme uso da tecnologia de 1A, mineracdo de dados, psicologia, teoria da
informacdo, e outras relacionadas. Por exemplo, o sstema WEBMINER proposto por
Mobasher, 0 qua sera apresentado no decorrer deste trabalho, introduz uma arquitetura
gerd para mineracdo dos dados de usu&ios de rede. O WEBMINER descobre
automaticamente associagtes e padrées através dos dados presentes nos logs de acesso
a0 servidor.

O conteldo descoberto nessas associagbes pode ser utilizado para se
detectar diferentes caminhos seguidos pelos usuaios dentro da rede, combinando
padroes de caminhos tomados dentro da rede, com informagtes de topologia da rede,
para que desta forma, possa-se categorizar paginas gque tenham um mais fécil por
usuérios [MOB 96].

Em secdo subsequente nés discutiremos algumas destas técnicas propostas
em mais detahes.

4.3.2 Ferramentas de Andlise de Padr&o

Uma vez que foram descobertos padrbes de acesso, os andistas precisam

das ferramentas e técnicas apropriadas para entender, visudizar, e interpretar estes
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padroes. Como exemplo de tais ferramentas podemos citar o WebViz que visudiza
padrdes de caminhos na Web [PIT 94]. Exigem também feramentas que utilizam
técnicas de OLAP com a findidade de smplificar a andise edatistica de dados
presentes nos logs de acesso ao servidor. O sstema WEBMINER [MOB 96] propbe
uma a linguagem SQL como mecanismo para examinar o conhecimento descoberto (na
forma de regras de associagdo e padrOes seqliencials), que seréo discutidas nas segdes

seguintes.

4.4 Egtrutura Para Mineracdo na Web

Como discutido na secéo acima, andise feita nos dados deixados pelo
usuario ao vistarem um ste é de fundamentd importancia, como por exemplo, para e
determinar edratégias de marketing poderosas ou aperfeicoar a edtrutura logica de um
site na Web. Devido a diferentes caracteristicas de clientes de servidor existentes na
Web, de diferentes topologias, proporcionando que usuarios tenham diferentes meios de
acesso aos dados e a dificuldade em se identificar usuérios como também sessbes de
USU&io ou transagles, € necessario se desenvolver uma nova edtrutura para fecilitar o
processo de mineracdo. Deve-se levar em consideracéo o pré-processamento dos dados
antes de se gplicar os dgoritmos de mineracdo. Este processo inclui desenvolvimento de
um modelo de dados de logs de acesso, técnicas para filtrar o conjunto de dados
descartando aqueles que sgam irrelevantes, se agrupando acessos de pagina individuais
em unidades semanticas, ou sga, em transagdes, integracdo de vérias fontes de dados
como informacdo de inscricdo de usuaios e especificando dados genéricos  de
agoritmos de mineracdo para tirar proveito da natureza especifica dos arquivos de log
[CMJ 95]. Levando-se em consideracéo O exposto acima, aguns aspectos devem ser
observados para a estruturagdo da mineracéo, sfo eles.

4.4.1 Tarefas de Pré-Processamento

1) Limpeza dedados

Técnicas para limpar logs de servidores para iminar os dados irrelevantes

sf0 de importéncia para quaquer tipo de andise de logs de rede, tanto quanto a
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mineracdo de dados. As associagfes descobertas ou as edtatisticas sfo Uteis somente se

os dados representados no log, deixados no servidor pelo usuario, forem precisos.

Eliminacdo de artigos irrdevantes pode ser redizada de forma razoave
conferindo-se 0 sufixo do nome de arquivos em uma URL. Por exemplo, todas as
entradas de logs com sufixos de nomes de arquivo como: gif, jpeg, jpg, €tc; podem ser
removidas [CMJ 95].

Um problema existente na coleta de dados de acesso € que as vezes O
aquivo log ndo grava acessos importantes. Mecanismos como caches locas e
servidores proxy podem modificar totamente o dedocamento do usuaio aravés da
rede.

Uma pégina que S0 € ligada uma vez em um log de acesso pode ter sido de
fao vidtada muitas vezes por usu&ios multiplos. Méodos auais para tentar superar
este problema incluem o uso de cookies, cache busting, e registro explicito de usuario.
Porém, estes métodos possuem desvantagens s&rias. Cookies podem ser apagados pelo
usuario, cache busting e insricdo de usuaios s técnicas voluntarias, onde os
usuérios, freqlientemente, provéem falsainformagéo [CMJ 95].

Servidores proxy também possuem problemas associados com identificacdo
de usuaios. Uso de um nome de méguina para identificar os usuaios exclusvamente

pode resultar em varios USUAri 0S que Se agrupam erroneamente como um usuario.

Um agoritmo apresentado por Pirolli mostra que cada requisicdo de entrada
ja esta incluida entre as paginas vidtadas [PIR 96]. Se uma p&gina pedida ndo et
diretamente ligada as paginas anteriores, € condderado entdo, que existem usuarios
multiplos para a mesma maquina. Segundo Mobasher, sGo usadas duragles de sessfo de
usuario determinadas automaticamente baseado em padrdes de navegacdo para
identificar os usuérios [MOB 96]. Outra maneira de se identificar 0 uso de um mesmo
servidor de proxy para diferentes usudrios, envolve o uso de uma combinagdo de

endereco de | P, nome de maguina, agente de browser, e informacdo temporal.



2) | dentificacdo de Transacao

Apbs os dados do arquivo log serem limpaos, deve-se agrupar as referéncias
de pagina sucessvas em unidades légicas que representam transagbes de rede ou
sessfes de usuario. Uma sessdo de usu&io € o conjunto de todas as referéncias de
pagina vidtadas por este usuaio durante uma seGdo de navegacdo na Web. Ao se
identificar sessbes de usu&ios surge um problema  semehante a0 problema de

identificar os usuérios individuais, como foi discutido anteriormente [CMJ 95].

Uma transacdo difere de uma de usuario, pois ela pode ser uma Unica
referéncia feita a uma paging, enquanto que uma secéo de usuaio pode ter diversas

referéncias de pégina.

Mobasher assume que cada referéncia a uma pagina ou mais paginas para a
obtencdo de contelido € definida como uma transac@o. Segundo ele, exissem dois tipos
detransagOes.

O primeiro tipo é aguela referente a navegacdo a procura de contelido, neste
caso, a transacdo condste em uma Unica referéncia a0 contelido e todas as demais
navegacOes serdo direcionadas aravés de caminhos que levam ao contelido procurado.
Estas transacOes podem ser usadas para mineracao de padrdes de caminhos na Web.

O segundo tipo de transacdo refere-se a todas referéncias de procura a
contelidos de uma determinada sessd0 de usu&io. Estas transagfes podem ser usadas
para descobrir associagbes entre contetidos de paginas [MOB 96]. Uma determinada
referéncia de pagina € classficada como “navegaciond” , baseado no tempo gasto na
pagina. Egte tipo de referencia serd mostrado mais adiante em [PIR 96], onde vérios
tipos de p&gina como paginas de indice, paginas pessoas, €etc. Sd0 usadas para

descoberta de padrfes de usuério.

Chen & d, define o conceito “méxima referéncia a frente’ para identificar
as transaces. Cada transacdo € definida como o conjunto de péginas desde a primeira

pagina no log até uma determinada pégina, até que uma referéncia para trés sga feita
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Uma transacdo nova € comecada quando a proxima referéncia a frente € feita, ou sga,
quando é referenciada uma pagina que ndo estgja incluida no conjunto de paginas da
transacéo atua [CPY 96].

Por exemplo, uma sucessdo de acesso B CD CB E F E G A H seria descrita
em trés transagles, ou sga, B C D, depois B E F, e por fim G A H. As transagdes
criadas com este algoritmo podem ser usadas para mineracéo de padrGes de caminho na
Web.

4.4.2 Descoberta de Padr 6es em Transagoes na Web

ApGs identificadas as transacbes de usuarios como foi discutido na  secéo
anterior, podem ser executados V&ios tipos de mineragdo de padrBes de acesso,
dependendo das necessidades do andista. Alguns destes serdo discutidos abaixo:

1) Andlise de caminho

Ha muitos tipos diferentes de grafos que podem ser formados quando se
executa uma andise de caminho, desde que o grafo utilizado represente dguma relacéo
entre 0 caminho percorrido pelo usuaio durante a navegacd. O mais utilizado € um
grafo que representa 0 plano fisco de um Web Site, com paginas como nodos e links de
hipertexto como arestas que ligam os nodos. Poderiam ser formados outros grafos
bascado nos tipos de péaginas com arestas que representam semelhanca entre estas
paginas, ou criando extremidades que ddo 0 nimero de usuaios que vao de uma pagina
para outro [PIR 96]. A maioria do trabaho para tracar estes grafos se encontra na
obtencdo dos padrdes de caminhos acessados mais freqUentemente e na obtencdo das
referéncias sucessvas. A andise de caminho € principamente usada para se determinar
a fregliéncia com que os  caminhos sdo tomados em uma rede, mas aém disso ea pode

prover outras informagdes, como [CMJ 95]:
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70% de cdlientes que tiveram /empresalprodutos/arquivol.html
fizeanno da seguinte manera comegando a /empresa e procedendo por
lempresalanticios, / empresa/produtos, e empresalprodutos/arquivol.html;

80% de clientes que tiveran acesso a local comegaram de
/empresalprodutos,;

65% dos clientes acessaram o dte depois de quatro ou menos referéncias de
paginas.

A primeéra regra sugere que  hga  informecdo Util em
lempresalprodutos/arquivol.html, porém esta informacdo ndo estd exposta claramente,

pois 0 usu&rio teve que percorrer um determinado caminho aé chegar aela

A segunda regra Smplesmente mostra que a maioria dos usuarios esta tendo
aces0 a0 locd por uma pagina diferente da pégina principa (assumindo-se aqui
/empresa como péagina principa), logo poderia ser uma boa idéa, divulgar informacéo
do diretdrio da pagina principad ou de um link direto aela

A Ultima regra indica que muitos usU&ios N0 passam por mas que quetro
paginas para chegar a0 loca desgado, aqui seria prudente guardar as informagOes
passiveis no decorrer do caminho por estas paginas.

2) Regrasde Associagdo

A asociacéo de regras gerdmente € utilizada em bancos de dados de
transagOes onde cada transagdo trabalha com um conjunto de itens ou atributos. Aqui 0
problema é descobrir todas as associacOes e correlagdes entre os dados onde a presenca
de um item no conjunto de dados de transacdo implica (com um certo grau de
confiangca) na presenca de outros itens. No contexto do Web Mining, este problema
refere-se as corrdagbes entre referéncias para vaios arquivos disponivel no servidor
feitas por um cliente. Cada transacdo € incluida de um conjunto de URLs que o cliente
acessou em uma vista a0 servidor. Por exemplo, usando-se regras de associacéo

poderiamos achar correlagBes como o seguinte:



40% de clientes que tiveram acesso a pagina da Web com URL
/empresalprodutos/produtol.html, tambem teve acessn / empresa
/produtos/produtos2.htm;

30% de clientes que tiveram acesso /empresal/cds/lancamentoshtml, fez um
pedido online em /empresa/produtos/produtol.

A descoberta de conhecimento através de regras estd sendo muito utilizada
por organizeches que bassiam seus negocios em comércio eetrbnico, tendo em vida
que esta técnica pode gudar no desenvolvimento de edratégias de marketing. Além
disso, regras de associacdo aplicadas a WWW através de arquivos de logs, podem dar
uma indicagdo de como melhorar a organizacdo do espaco da rede da organizacéo [CMJ
95]. Por exemplo, se a organizacdo descobre que 80% dos clientes que acessam
lempresalprodutos e  /empresalprodutog/arquivol.html  também tiveram acesso a
lempresalprodutos/arquivo2.html, mas sO 30% dos que acessaran somente a
lempresalprodutos tiveram acesso a /empresalprodutog/arquivo2.html, entéo € provavel
que informagbes contidas em arquivolhtml conduza os clientes a acessarem
aquivo2.html. Eda corrdacdo poderia sugerir que as informacOes contidas em
aquivo2html  devessem s movidess a um nivd mas dto (por exemplo,

/empresalprodutos), para que desta forma, 0 acesso a arquivo2.html aumente.

3) Padr des Sequienciais (padr 6es de tempo)

Padroes sequiéncias sdo agueles que baseiam-se no tempo de duracdo das
transagdes ocorridas em um sarvidor. Em transacdo de servidor de rede remota, uma
vigta feta por um cliente € regisrada no arquivo de log, durante um certo tempo. O
tempo associado com uma transacdo neste caso sera identificado por um processo de
identificacdo de transagdo executado e sua duragdo se da aé o momento em que 0s
dados sgam limpos.

A descoberta de padrdes sequenciais em redes aravés do acesso aos

arquivos de log permite se fazer uma organizagdo de dados de forma que se possa



determinar padrbes de usuarios através de suas visitas, podendo, aravés da obtencdo

destes padrdes, direcionar a atencdo a um determinado grupo de clientes.

Um sistema de mineracdo de dados na Web, aravés da utilizacdo destes
padrfes seqlienciais, pode fazer as seguintes observagtes [CMJ 95]:

30% de clientes que vidtaran /empresal bicicletad, fizeran uma procura
em Yahoo, dentro da Ultima semana, em acessorios para bicicletes;

60% de dientes que fizzan um pedido online em
lempresalprodutos/produtol.html,  também  fizam um  pedido online em
/empresalproduto/produto4 dentro de 15 dias.

Outro tipo importante de dependéncia de dados onde pode se usar
caracterigticas temporais dos dados, é as “sucessfes de tempo semehantes’. Por
exemplo, nés podemos edtar interessados em  achar caracteristicas comuns de todos os
dientes que vistaram um determinado arquivo dentro de um periodo de tempo. Ou,
reciprocamente, ndés podemos nos interessar por um intervalo de tempo (dentro de um
dia, ou dentro de uma semana, €tc.) em que um arquivo particular teve a maioria dos

aCessos.

4) Clusterizacéo e Classificagcdo

Regras de classficacdo na Web permitem desenvolver perfis de usuaios
que tenham a0 sarvidor. 10 se da através de caracteridticas de atributos em
comum, como informagbes demogréficas destes usuarios ou baseado nos padrdes de
aces0 dos mesmos, facilitando, desta forma, a designacdo destes usu&rios em grupos
(clusters) [CMJ 95].

Por exemplo, as regras de classficacdo na Web aplicadas a arquivos de logs
podem conduzir a descoberta de relages como as seguintes.

fundon&ios do estado ou do governo que vistan o dte tendem a se
interessar pela pagina /empresalprodutos/produtol.htm;



50% dos usuaios que fizam um pedido online em
/empresalprodutos/produto2, estavam no grupo de pessoas que possuiam idade de 20 a
25 anos e que habitavam na Costa Ocidental.

Em adguns casos, valiosas informagdes sobre o usu&io podem ser guardadas
automaticamente pelo browsers do usu&rio, informagdes estas que s80 armazenadas no
arquivo higtérico, em cookies etc. Outro método de obtencéo de perfil de usuéio, é

através dainscricdo online do mesmo.

4.5 Andlise de Padr 6es Descober tos

Segundo Cooley et d, administradores de Web dStes estdo extremamente
interessados em perguntas como: "Como as pessoas edtd usando o ste 77, "Que
p&ginas sBo acessadas mais freqlentemente?’, etc. para se responder a estas perguntas
deve-se fazer uma andlise na edtrutura de hyperlinks como também nos contetidos das
pagines, levando-se em consideracdo: 1) a freqliéncia de visitas a0 documento, 2) amas
recente visita ao documento, 3) quem esta visitando os documentos, 4) qua a freqiéncia

de uso de cada hyperlink e 5) 0 mais recente uso de cada hyperlink [CM J95)].

A descoberta de padrGes de uso na Web, levando-se e consideracéo as
técnicas ja mostradas, ndo seria muito Gtil a menos que houvesse mecanismos e
feramentas para qudar o0 andista a entender os padrGes descobertos.
Consequentemente, dém do desenvolvimento de técnicas para mineracdo  de
informagtes de usuario, a fim de se obter padrGes entre eles, ha também a necessdade
de s= desenvolver técnicas e fearramentas que posshiliten uma andise dos padrdes

descobertos.

E esperado que estas técnicas se munam de informagdes de outros campos
como edtatidtica, grafos, andlise de usabilidade, kanco de dados e etc . Nesta secdo serd
mostrado uma pesquisa, segundo Cooley et. d., das ferramentas e técnicas existentes.
Como a andise de dados de usu&rios da Web € uma area muito nova, hd muito pouco

trabal ho nisto, tornando a pesquisa ndo muito extensa [CMJ 95].



4.5.1. Técnicasde Visualizacdo

Técnicas de visudizagdo estd0 sendo muito usadas, pois €las gudam as
pessoas a  entender véaios tipos de fenbmenos, tanto reails como absratos,
consequentemente sendo também aplicadas na Web, a fim de se entender mehor as
informagdes descobertas. Pitkow desenvolveu o dstema chamado WebViz para
visudizar padrdes extraidos da Web. Ese sstema utiliza o paradigma de definicdo de
caminhos na Web na qua sdo usados conjuntos de entradas de logs do servidor ara
extrair subsequiéncias de padrBes de caminhos na rede. WebViz permite que o andista
examine a por¢do da rede que € de interesse filtrando as porgdes irrdlevantes. A rede é

visualizada como um grafo, onde os nodos s8o paginas e os hyperlinks as arestas.

A visudizacdo é feita aravés de duas janelas. A primeira proporciona para o
andiga controles para gudar as ligages, sdecionar um tempo especifico para redizar
a andie, gudar a animacdo, e reorganizar 0 layout. A segunda janda permite
representar a freqliéncia de acesso a um documento pela largura do nodo que o
representa (cor do nodo). Manipulacdo tempora é acancada através de controles de
playback [PIT 94].

452 Técnicasde OLAP

O processo anditico on-line (OLAP) é um paradigma muito poderoso para
andise edratégica de bancos de dados em organizeches empresariais. Algumas das
caracteridicas chaves deste tipo de andise edtratégica incluem: 1) volume de dados
muito grande, 2) apoio explicito para a dimensdo tempora, 3) gpoio para varios tipos de
agregacdo de informacdo e 4) andise de longo dcance, onde tendéncias globais sfo
mais importantes que detal hes de atributos de dados individuais [CMJ 95].

Recentes trabahos mostram que a andlise precisa de dados de usu&ios da
Web tem muito em comum com a tecnologia do Data Warehouse, logo, técnicas de
OLAP s20 bagtante aplicavels.

O arquivo log, que guarda os dados de acesso dos usuérios ao servidor

cresce muito com o passar do tempo, logo tornando-se impossivel manter um log que
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guarde a higtéria de todos os acessos feitos ao servidor, especiamente porque muitos
usU&rios usam um servidor proxy. Logo informagdes sobre os acessos serdo distribuidas,
e consequentemente haverd a necessidade de se integrar e manipular estes dados. Como
0 log de um servidor cresce muito rgpido, pode ndo ser possivel se fazer uma andise o+
line de todo o arquivo log. Entéo, ha uma necessidade de se resumir os dados de log,
tavez de varios modos, e com isso fazer sua andise ontline Também deve-se levar em
consderacdo que os andidas, por razbes de seguranca, requeiram a selecéo de aguns

logs deformainvisivel.

Edtas exigéncias para andise de dados de usu&ios na Web se adaptam
perfeitamente as técnicas de OLAP, tornando-as bastante aplicaveis na Web. Esta € uma
tendéncia muito forte para o futuro desta tecnologia de Web Mining.

4.5.3 Restricéo de Dados

Um das razOes do grande sucesso da tecnologia de banco de dados
relacional foi o fato do mesmo permitir que uma determinada aplicacéo pudesse adquirir
seus dados aravés de condigbes dadas e ndo especificando os dados necessarios de
forma diretla Devido a0 grande nimero de padrbes que podem ser minerados é
necessrio que se indique o enfoque da andise, que pode ser dado de dois modos:
primeiro, restringindo a por¢cdo do banco de dados a ser minerado e segundo,
examinando e amazenando somente conhecimento vaido que foi extraido peo
processo de mineracdo, o0 que pode ser feito através de uma linguagem que desempenhe
td funcdo. A linguagem SQL foi utilizada como este mecanismo para examinar e reter
0s dados pertinentes no sistema WEBMINER que serd mostrado mais adiante.

4.5.4 Andlise de Usabilidade

Pesquisadores na &ea da interacd do computador com o ser humano
comegaram a desenvolver recentemente uma ciéncia para estudar a usabilidade
computacional. O primeiro passo dado foi desenvolver métodos de instrumentacdo que
colecionassem dados sobre usabilidade de software a fim de medir sua performance.

Entdo, através destes dados sdo construidos modelos computadorizados e sSmuladores



gue explicam os dados que estd0 sendo manipulados. Findmente, sdo usados varios
tipos de apresentacbes de dados e técnicas de visudizacd0 para gudar o andista a
entender o fendmeno. Esta aproximacdo também pode ser usada para moddar o
comportamento de usuarios narede.

Como descrito nesta secéo, ha uma necessidade e interesse crescente em se
desenvolver técnicas e ferramentas para andisar os padrfes de usu&rios através de suas

informagdes deixadas na rede.

Acredita-se que as técnicas que estéo tendo uma maior aceitacdo atuamente
incluirdo as seguintes carecteristicas: 1) utilizacdo de métodos empiricos, 2) grande
guantidade de dados para vdidacdo, 3) usard méodos experimentais rigorosos, como
andlise estatidtica, etc, [CMJ 95].

4.6 Apresentacdo de uma Arquitetura para Mineracao de Dados de Uso da Web

Serd mostrada nesta secdo uma arquitetura geral para mineragdo de dados de
usuarios na Web para obtencdo de padrdes, a qua € apresentada em [MOB 96]
intitulada de WEBMINER. O WEBMINER é um dstema que implementa partes de
uma arquitetura gerd. A arquitetura proposta para a mineracdo dos dados de usu&ios se
divide em duas partes principais. A primera partte inclui os processos dependentes do
dominio e visa disponibilizar os dados da rede de uma forma stisfatoria para a
transacd0. I1sto inclui pré-processamento, identificacdo de transacdo, e componentes de
integracdo de dados. A segunda parte inclui a aplicacéo da mineragdo de dados atraves
das técnicas para a descoberta de padrdes (regras de associacao, analise de padrfes, etc)
A arquitetura globa para 0 processo de mineragdo de dados de usuéios na Web é

mostrado na Figura 15.
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Figura 15 - Uma Arquitetura para Mineracdo de Dados de Uso de Rede[M OB 96]

Limpar os dados € o primeiro passo a ser executado no processo de
mineracdo na rede. Quaisquer das técnicas de limpeza discutidas em secdo anterior
podem ser utilizada para igo. Atudmente, o0 WEBMINER usa o méodo smplista de
verificacdo dos sufixos dos nomes dos arquivos. Algumas baixas tarefas de integracéo
de dados também podem ser executadas nesta fase, como, por exemplo, combinar logs

mltiplos

Depois de obter os dados limpos, as entradas de logs devem ser divididas
em agrupamentos légicos através de uma série de modulos de identificacdo de

transacao.

O log do servidor, o qua ja contém a informacéo limpa, ou sga, relevante,
pode ser andlisado de dois modos. ou como uma Unica transagéo de muitas referéncias
de paging, ou como um conjunto de muitas transagbes que condste em uma Unica

referéncia de pagina

A meta da identificacdo de transag@o é criar agrupamentos significantes de
referéncias para cada usuario. Estes agrupamentos podem se dar da seguinte forma:
dividindo uma transagd grande em transagOes menores ou agrupando transacoes
pequenas originando uma maior. Estes dois processo de agrupamentos visam facilitar a
tarefa de mineracdo de dados



Ambos os tipos de médulos de transacéo formados, sga pela aglutinacéo ou
pela divisio, mantém uma lista com determinados parémetros para controle destes dois
processos, fazendo com que desta forma, o andisa possa manipular os médulos de

transacéo da forma que achar mais coerente.

Dados de logs de acesso podem ndo ser a Unica fonte de dados para 0
processo de mineragdo na Web. Por exemplo, a mineragdo de dados de inscricdo de
usuaios em ambientes Web eda sendo muito difundida atuamente, particularmente
porque desta forma se obtém mais seguranca e isolamento de aplicacbes do lado do
cliente, pois consgue-se  redringir 0 acesso do servidor a uma variedade de

informagBes, como os IDs dos usu&ios, por exemplo.

Os dados obtidos na inscricdo do usuario, devem ser integrados com os

dados presentes no arquivo de log deste usuario.

Também deve-se integrar os dributos de referéncias de paginas em um nivel
mais dto, dentro de um esquema de banco de dados nivelado. Tais atributos poderiam
incluir tipos de pégina, classficacdo, freqiéncia de acesso, informagdo da pagina e
edruturas de links.

Uma vez que a fase de transformacdo de dados dependentes do dominio é
completada, os dados de transacdo resultantes devem ser formatados em um modelo de
dados apropriado para a tarefa de mineragéo. Por exemplo, o formato dos dados para a
aplicacdo de descoberta de regras de associagdo pode ser diferente do formato
necessario para se gplicar amineragéo através de padrfes seqlienciais.

Findmente, um mecanismo expoto pemitirA a0 andisa prover mas

controle em cima do processo de descoberta especificando varias diretrizes.

Os dados obtidos aravés de ferramentas e sstemas de mineracdo fazem
com que se torne  necessaio a utilizacdo de uma poderosa linguagem que se adapte as

caracteriticas da mineracdo, para que desta forma, possam ser desenvolvidas interfaces



a1

interativas e flexiveis com o0 usu&io. A necessidade da linguagem poder especificar um
conjunto exato de dados, é uma importante diretriz a ser observada para se detectar uma
boa linguagem para a mineracéo de dados.

O mecanismo em questdo pode prover controle a0 usu&io em cima do
processo de mineracdo dos dados, aém de permitir a0 usU&io extrair gpenas as regras

pertinentes e tels.

Em WEBMINER, foi implementado um mecanismo sSmples de
manipulagdo para 0 usua&io, o qua foi acrescido de dgumas primitivas para uso da
linguagem SQL, permitindo com is0, que 0 usuaio especifique os padrdes de interesse,

ou sga, adirecéo que amineracdo deve tomar.

Como exemplo, consideremos a Situacdo onde 0 usu&io esta interessado nos
padrdes que comegam a partir de uma URL A, e depois B e C nesta ordem, estes
padrdes podes ser expressos através da seguinte expresséo regular A*B*C *. Expressio
eda que sera usada dentro da linguagem SQL, supfe-se também que o andigta eta
interessado em achar todos este padrGes com um percentud de confianga minima nos
dados obtidos de 90%. Além disso, assume que 0 andista esta interessado gpenas em
clientes que possuam o dominio .lu, e que os dados serdo andisados apenas depois de
janeiro de 1999. A questdo proposta acima pode ser representada da seguinte forma:

SEL ECIONE associagdo-rules(A*B*C *)
DE log.data
ONDE data>= 990101 E dominio =" lu* E confianga=90.0

A informacdo representada da forma acima é utilizada para se reduzir o

€sCop0, € assm 0 custo do processo de mineracao.

4.7 Beneficios da Mineracédo de Dados na Web

Segundo Cazarini, o resultado da mudanca de paradigma do comércio, dos

vargos tradicionais locdlizados em grandes construcles, para transacOes eletronicas na
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Internet, esa influenciando dramaticamente as rdagbes entre e-tailers (comerciantes
eetrénicos) e seus consumidores. N& ha muito contato pessod entre vardistas e
consumidores. Os consumidores, agora, sBo dtamente moéveis e demonsram leadade
somente a0 vaor, nd importando marca ou locdizacdo geogréfica. A luta principa por
parte destes 0 e-tailers eta em identificar e entender nova base de consumidores.
E-tailers precisam gorender 0 mais rgpido possivel a reconhecer comportamentos,
caracteridicas individuais e preferéncias dos seus vistantes, em busca de tornarem-se
competitivos nessa nova era de comércio, &ea na qua a tecnologia Web Mining vem se
destacando e ganhando um espaco cada vez maior [CAZ 97].

Web Mining posshilita etailers extrarem dados online de seus clientes
para entender e prever seus comportamentos. Os beneficios dos negécios suportados
pelo Web Mining aos provedores de servigos digitais incluem persondizaco, filtragem
colaborativa, melhora do suporte a0 consumidor, definicdo da edratégia do
produto/servico e deteccdo de fraude. Em suma, a habilidade de servir as necessidades
dos consumidores e agpresentar o melhor e mas agpropriado servico para clientes

individuai's a qualquer momento.
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5 TENDENCIASFUTURASEM DATA MINING

5.1. Tendéncias da Mineracéo de Dados em BD Tradicionais

5.1.1. Necessidades Atuais

“A informacdo € um dos nossos maiores tesouros...”, afirma o presidente de
uma das empresas mas importantes que aua no ramo de comunicacd0 no Brasl,
expondo 0 que ndo é mais novidade para ninguém, a informacdo € um dos bens mais
preciosos de qualquer organizagio [INF 99]. E de fundamentd importdncia que um
adminigtrador tenha em suas ma&os 0 maior nUmero possivel de informagdes confiavels,

paratomar suas decisdes damelhor forma possivel.

Somente as empresas que conseguirem manipular de forma organizada,
confidvel e com rapidez este produto tem grandes chances de permanecerem de forma

competitiva no mercado.

Acerca destas informagbes, os administradores desgam saber: O que
querem nosos clientes? Como anda a concorréncia? Que assuntos causam mas
impacto na sociedade? Qual o direcionamento de nosso orcamento? - inquietagies

necessarias para manter sua empresa no mercado, para organizar suas informagoes.

Uma das solugbes encontradas atudmente para colocar ordem nesta
“baguncad’ é a utilizacgdo do Data Warehouses, o qua permite armazenar enormes
quantidades de dados, integrando-os em &areas lOgicas, de assuntos de negocios,
amazenando-os de forma com que fiquem acessiveis e compreensivels as pessoas
responsavels pela tomada de decisdes da empresa [FEL 99].

Porém ndo badta ter informacdo em quantidade, qualidade e organizada. O
administrador necessta hoje de respostas para perguntas, tas como: Como obter o

maximo de informacdo Util para minha empresa? Como descobrir padrdes de dados e



novos conhecimentos? Como manter meu dliente? Como utilizar adequadamente e
descobrir ligaghes entre eventos nas minhas bases de dados?

Entdo devido a esta necessidade, cresce a cada dia 0 nimero de empresas
gue aderem ao Data Mining, pois como ja foi viso, estas ferramentas permitem prever
tendéncias e comportamentos futuros, permitindo aos gestores tomarem decisdes
baseadas em fatos e ndo suposicies. A andise automatizada e antecipada oferecida por
un Data Mining, va muito adém da smples andise de eventos passados, que €
fornecida pelas ferramentas de retrospectiva tipicas de sstemas de apoio a decisio
(como SQL e OLAP). [SAN 00]

5.1.2. Visao Geral

Segundo Thearling apud Edilberto Silva, , os paradigmas de negdcio
fizeam evoluir e mudar as questbes a sarem respondidas pelos Sisemas de

Informagdes, a0 longo do tempo [SIL 00]. Por exemplo:

Data Collection (1960s) - "Qua foi o totad de vendas nos Ultimos cinco

anos?'

Data Access (1980s) - "Quanto rendeu a nossafilial B no més passado

Data Warehousing & Decison Support (1990s) — “Quanto rendeu a nossa
filid B no més passado? O que isto afetou nafilid C?’

Data Mining (Hoje) - "O que redmente ira acontecer com as vendas na

filid C no proximo més? Por qué?'

As fearamentas de Data Mining podem determinar padrbes de
comportamento, como associacd de produtos durante um processo de compras,
indicando, desta forma, a presenca de oportunidades e "insghts' em reacdo aquele

publico consumidor. Isto se deve a0 fao de que das trabdham com descobertas



matemdticas, feitas sobre 0s registros corporativos ja processados, € ndo com

descobertas empiricas.

Abaixo estdo adguns exemplos, de aplicagbes atuais de Data Mining que

obtiveram extremo sucesso. Estes exemplos foram retirados de [INF 99].

A rede americana Wadl-Mart, pioneira no uso de Data Mining, descobriu ao
explorar seus nimeros que 60% das mées que compram loneca Barbie, levam também

uma barra de chocolate;

O Banco Itall conseguiu aumentar sua taxa de retorno nas malas diretas para
30%, reduzindo a conta do corrél0 a um quinto. Armazenando e andisando a

movimentac@o financeira de seus 3 milhdes de correntistas nos Ultimos 18 meses .

A Sprint, um dos lideres no mercado de americano de telefone de longa
diséncia, desenvolveu, com a andise de Data Mining em seu Data Warehouse, um
método capaz de prever com 61% de seguranca se um consumidor trocaria de
comparhia teefénica dentro de um peiodo de dois meses. Com um maketing
agressivo, conseguiu evitar a desercéo de 120000 clientes e uma perda de 35 milhdes de

dolares em faturamento.

O governo de Massachusetts, no Estados Unidos, compilava informacoes
financeras imprimindo telas e mas telas nos terminais de grande porte. SO com papel
foram economizados 250000 dolares por ano. Além de permitir que o orcamento anua

fosse assinado e andlisado, antes do inicio do ano fiscal.

Gurovitz cita também o exemplo da FERPRO no Brasil, que implantando o
seu Data Warehouse e Data Mining, ja consegue hoje cruzar e andisar informagbes em

cinco minutos, 0 que antes demandavam quinze dias de trabaho [GUR 0Q].

Por isso e por outros inimeros exemplos o Data Mining cresce em

importancia, principa mente nas empresas preocupadas com o futuro do negécio.



5.1.3. Técnicas Empregadas

Segundo estudo redlizado por Edilberto Slva, a tecnologia atud de
mineracdo se detém na utilizacdo das técnicas relacionadas abaixo, as quas tendem a
serem utilizadas por muito tempo, tendo em visa os resultados obtidos através
delag SIL 00Q].

Edtatistica: Serd a base de todas as outras tecnologias criadas para Data
Mining. Conceitos como digtribuicdo normad, varidncia, andise de regressdo, desvio
smples, andise de conjuntos, andises de discriminantes e intervalos de confianca, seréo
cada vez mais utilizados para redizar as pesquises nos dados, bem como andisar e

descobrir relacionamentos entre 0s mesmos.

Inteligéncia Artificial: Tentar imitar a maneira de pensar do ser humano
através da IA, com embasamento edtatistico, tentar recuperar informagdes que podem
auxiliar na descoberta de novas interagbes entre os dados serda uma grande tendéncia
nesta &ea Para td, eda técnica heurigtica exigird mais processamento, resultando em

um maior gproveitamento nos SGBDs, e em seus modul os de otimizacéo de consulta.

Estatistica & Inteligéncia Artificial: Aplicacdo da intdigéncia atificid
combinada a edetidica, aravés de heuridicas e andlises edatidticas. Sua fungéo sera
fazer com que os dados sgam “aprendidos’ pelos programas, tornando-os capaz de
tomarem decisOes aravés de “pensamentos’, que se fazem mas “intdigentes’ a cada
vez que A0 acrescentados mais heuristica ao seu processamento.

5.1.4. Algoritmos Utilizados

Ja em rdacdo aos dgoritmos, os que tendem a serem cada vez mais utilizados
nas ferramentas de mineracéo de dados, segundo Thearling, sfo [THE 00]:

Arvores de Decisio: As avores de decisio s uma evolugdo da técnica de
machine learning, e continuardo sendo muito utilizadas, tendo em vidta que os vaores
obtidos aravés dela sdo prognosticos chaves ou fatores explicativos, os quais séo de

grande utilidade. Além disso uma boa ferramenta baseada em Arvore de Decisio
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permite que o usuario explore a arvore de acordo com a sua vontade, do mesmo modo
qgue de poderd encontrar grupos avos que lhe interessem mais, e a ampliar o dado

exato associado ao seu grupo avo.

Exemplos de auas feramentas Alice dlsoft, DaaMind, Angoss
Knowledge Seeker..

Regras de Inducdo: Também bagante utilizada, as Regras de Inducéo
condituem-se uma boa técnica pelo fato de ela poder detectar tendéncias dentro de
grupos de dados, ou de “regras’ sobre o dado, com pouca interacd0 do usu&io; O
andista de negocio neste caso tem que fazer o ranking das regras, por importancia,
determinando aguelas que s mas importantes no modelo de Data Minig, e para os

assuntos de negécios envolvidos.

Exemplos de ferramentas. 1DIS, Knowledge Seeker;

Redes Neurais: As redes neurais tendem a serem muito estudadas, pois
oferecem 0 mais profundo pder de mineracdo de dados, porém € a técnica mais dificil
de se entender. As agpresentagOes internas, de como os padrdes e os modelos foram
achados nos dados, ndo s8o mostrados. Estas “caixas pretas’ sdo inexplicavels, o que
faz desta técnica inaceitavel para dguns andistas de negdcios. E uma técnica excelente,
muito vantgjosa, mas que tem dois aspectos negativos. 0 primeiro € a complexidade dos
modelos gerados. O segundo é o problema de exigir que o formato dos dados sga

imutével; para diferentes representagtes dos dados surgem resultados diferentes.

Exemplos de feramentas SPSS Neura Connection, IBM Neural Network
Utility, NeuraWare NeuraWorks Predict

Market Basket Analysis. Devido a explosio do e-commerce esta técnica de
locdizacdo que permite através de uma  “cesta de comprd’, inferir regras a partir de
grupos de itens ou produtos que surgem nesta venda, tem ganhado bastante importancia.
A andise combinatéria dos produtos juntamente com a locdizacdo geogréfica do

ciente, permite promover investimentos em marketing especificos para determinados



produtos e regides. Para vendas ndo anbnimas é possivel ainda promover investimentos
em maketing para determinados perfis de clientes, focdizando seus tragos de compra,

garantindo maor retorno no investimento.

Algoritmos Genéticos. Edas técnicas, por serem partes complementares
das técnicas de MBR e Redes Neurais, também s8o bastante utilizadas.

Exemplos de ferramentas: S+, SAS, SPSS.

Memory-Based Reasoning (MBR): Usa relagBes ja conhecidas como
“templates’, para inferir e fazer previsdes de relagbes a serem descobertas. A
confiabilidade da opcdo dependera da digéncia a que edtiverem o0s "dvos vizinhos'.
Est4 ganhando grande aceitacdo por apresentar a vantagem de poder ser utilizada com
inimeros tipos de dados. Permite ainda “aprender” novas classficagbes apenas com a

introducéo de novas ingténcias na base de dados.

On-Line Analytical Processing (OLAP): atécnica de OLAP continua a ser
utilizada também na &ea de mineragdo, mesmo ndo sendo uma técnica de Data Mining,
pois ea é excdente como ferramenta para a visudizacdo da informacdo das bases de
dados relacionais, de um modo agradavel para o utilizador e também serve para a
pesquisa de padrdes importantes na informacdo, dém do que é uma técnica mais antiga

€ com isso mais estudada e conhecida

5.1.5. Areasde Uso

Segundo Edilberto Silva as trés grandes areas onde o Data Mining se
destaca e ganham maior aceitagdo, sdo [SIL 00]:

Cross-selling:  Identificar associagdo entre  produtos, procurando tirar
proveito dessas associagoes.

Up-selling: Identificar entre os clientes auals agueles que tém potencia
para adquirir produtos que proporcionem maior lucro para a companhia. “Através da

definicdo de um perfil de usuario, que compra um produto, podemos determinar que



outros usudrios, de mesmo pefil e que ainda ndo tem este produto, venham a compra

lo";

Fidelizacdo: Combinar e descobrir fatores que causem a perda de clientes, e
como forma econdmica, manter estes clientes, o que € mas barato que conquistar

NOVosS.

A patir da descricdo, feita por Edilberto Slva, de dguns exemplos de
mineracdo de dados, em determinadas areas de aplicacdo, podemos notar 0 poder de um
Data Mining, e como elas podem determinar a melhor escolha Nota-se que o Data
Mining, apesar de ser uma tecnologia recente, esta presente no nosso dia-a-dia através

das seguintes &eas [SIL 00]:

Vendas (Marketing)

Com andise de compra de seus clientes através dos seus cartbes, a

American Express oferece promogdes e propagandas particulares, para seus clientes.

Salude

O Hospital de Problemas de Coluna Vertebrd do Sul da Caiférnia em Los
Angeles pesquisa através de seu Data Mining, o IDIS da IntelligenceWare, Inc., fatores
sutis que afeten o sUCesso ou 0 insucesso das intervengdes cirdrgicas a coluna vertebra.

Finangas
O foco principd de utilizacdo de Data Mining na aea financeira, é a prevencéo

e detecco de fraudes, isto pode ser verificado pelo exemplo a seguir [NOV 98].

Security  Pecific/lBank of America utiliza o Data Mining no suporte a

decisdo na area dos empréstimos bancarios no intuito de prevenir afraude.
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5.1.6 Propostas de Uso de Data Mining

Nesta se¢do sdo propostas as seguintes aplicagbes para a tecnologia de Data
Mining [SIL 0Q]:

Com a devida organizacdo dos dados o Data Mining pode ser capaz de
andisxr informagbes de regides / edados, nas mas diferentes inténcias cultura,
distribuicdo de renda, C&T, senso demogréfico, etc. Tomando-se como base que o pais
Sseria como uma grande empresa, poderiamos ter um Data Mart estadua e aravés da
identificacéo de relacBes entre estes e 0 Data Mining, seria possivel agregar e plangar
edratégias de politica comuns, gprender com erros ocorridos em uma area e aplicar
solugdes corretas de um estado para outro, dém de poder auxiliar o controle e liberagdo
de gastos publicos.

Utilizacdo de Data Mining na tomada de decisdes de governantes. Em
adguns paises como EUA, Franca, Alemanha edas ferramentas j4 etéo presentes em
agumas decisdes, tomadas pelos seus governantes, porém ainda ndo ha registro do uso

efetivo de Data Mining no governo brasilero.

5.1.7. Dificuldades parauso deDM’s

Exigem dguns empecilhos, segundo Edilberto Silva para o uso de Data
Mining, o0 mais dgnificativo hoje ainda é o dto custo, porém varios fatores podem

impedir suaimplantacdo, dentre eles destacam-se [SIL 00]:

Organizagdo

De nada adianta investir en Data Mining se os dados da empresa estiverem
epdhados, redundantes ou ndo confiaveis. Gerdmente a implantagdo de Daa
Warehouse precede a implantacdo de ferramentas de Data Mining, pois possbilitam
agregar informag0es egpalhadas de diferentes estruturas, formas e plataformas. Para
tanto, a definic2o e organizacdo destes dados devemn ser minuciosas, uma vez que tendo-

s “lixo” como base de procura, certamente teremos “lixo* como resposta.
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Alto Custo

Egte € sem dlvida um dos principais motivos de desisténcia na implantacdo
de Data Mining. Na maioria das vezes, um projeto com um custo elevado por usuério,
trés, a priori, resultados pouco dgnificativos. Alguns fornecedores dessas ferramentas
tém introduzido produtos com custo mas baixo, mesmo assm 0 preco continua
limitando o uso em larga escda A tendéncia € que estes pregos caiam, devido o

amadurecimento e divulgacéo da tecnologia.

Grandes Bases de Dados

Ainda é notério, segundo os fabricantes de ferramentas de Data Mining, ter
um ambiente com terabytes de dados e poderosos servidores, como ambiente ided de
uso de um Data Mining, porém ja tém aparecido no mercado aplicacles satisfatérias de

Data Mining em bases de dados menores.

Novidade e Complexidade

Mesmo com o surgimento de uma nova geracéo de ferramentas, para
mineracd em moderados grupos de dados, uma terceira barreira ainda permanece A
grande maioria das feramentas anda continua incompreensivel para 0S usua&ios
comuns. De fato, muitas ferramentas ainda fazem o seu trabdho em uma “caxa-pretd’,
ndo permitindo que se saiba como acancaram os seus resultados, porém estdo surgindo,
através de esforgos de pesquisa nesta area, solugBes mais compreensivels e a tendéncia é

gue se gproximem aindamais dos usuarios.

Montar um Ambiente |deal

Estruturar um ambiente ideal, € uma tarefa &rdua, devido aos anos e anos de
“desorganizacén” na forma de guardar as informagdes nas indituigdes. O ambiente ided
deve conter dados relevantes para as necessdades dos usuarios, “limpos’ (livres de
erros logicos ou de entrada de dados), consigtentes, e livres de excessvas nulidades.
[TEC 99
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5.2 Tendéncias da Mineracédo de Dados na Web

5.2.1 Tendénciasem Web Usage Mining

Segundo Cooley et. a. a tendéncia a0 uso da mineracdo de dados na Web
aumentar cada vez mais é enorme, tendo em vista sua grande aplicacdo e desempenho
na area de marketing, area esta que cresce e tende a ir cada vez mais direcionada a area
daWeb, através do comércio eetrénico [CMJ 95].

O web usage mining tem um paped consderavel nesta area de marketing,
pois pode atuar aravés da persondizacdo do contelido, propagandas direcionadas e
construcdo de perfis. Além disso pode coletar informagdes de mercado e dados de Sites
que s goresentam como potenciais para marketing direto. Também através do web
usage mining, mensagens pesondizadas podem s enviadas a  pessoas
individuamente, fazendo com que, desta forma, ofertas atrativas e promogdes de vendas

sgiam exploradas com muita facilidade.

Edas facilidades fazem com que profissonais de marketing possam
direcionar suas edtratégias de vendas, congruindo pefis de possiveis compradores e
utiliza-los na busca de segmentos onde as atividades de marketing deverdo ser focadas.
Pela primera vez, etailers (comerciantes eetrénicos) tém capacidade para considerar
formas custo-efetivas de prover comunicacdo de marketing individuaizadas, nas busca
de dguma ledldade de seus vistantes[CAZ 97].

Atudmente 0 uso de Data Mining na Web estéa ganhando maior importancia
na &ea relacionada a mineragdo de contelido de uso da Web, pois esta € uma tecnologia
nova que esa tendo uma enorme acetacdo neste ambiente, principdmente pela
necessidade exposta pelas organizagOes de utilizarem os dados que sGo minerados neste

[Processo.

Segundo Cooley et d, a tecnologia de mineracdo de dados na Web é uma
area nova e promissora e, por esse motivo, €la apresenta uma gama enorme de assuntos
em aberto para serem discutidos e pesquisados, tendo isto em vista, 0 autor propde
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aguns tépicos como tendéncias futuras a serem estudadas para esta &ea de mineracéo
naWeb [CMJ95]:

1) Pré- Processamento dos Dados

Dados de usuarios ha Web sdo agrupados de varias maneiras, tendo em vista
gque deve-se escolher aqueles que sgam pertinentes para determinado propdsito. Ha
entéo, a necessidade de se gplicar um pré-processamento nestes dados a fim de facilitar

atarefa de mineraco dos mesmos.

Levando-se em consideracdo 0 exposto acima, acredita-se que o0s seguintes

tOpicos devem ser estudados:

Instrumentacdo e Conjunto de Dados: Quando se consegue mehor a
qudidade do conjunto de dados a ser andisado, se consegue também uma mehoria
donificativa nas fazes seguintes do processo de mineragdo. Entre as principas
dificuldades encontradas pelos andistas no processo de mineracéo estdo a dificuldade
em s fazer uma boa andise em dominios de rede, onde os andistas necesstam de
conjuntos de dados mais detdhados, e 0 isolamento preciso de usuaios, que requer

pequenos conjuntos de dados.

Este problemas tem ddo influenciados peo desenvolvimento de arquivos
de cookies e de caches. Colecionar dados de perfil pode ser um dternativa para tais
problemas, porém ndo s sabe s redmente sera uma boa técnica para isto.
Consequentemente, haverd uma grande necessdade de se desenvolver uma mehor
instrumentacao e técnicas de formacao de conjuntos de dados.

Integracdo de dados. Existem diversos tipos de dados de usuérios na Web,
Web Server Logs, Referrallogs, Index Server Logs, etc. Se fazer uma integracdo e
correlacéo inteligente deste tipos de dados podem revelar informagdes de uso da Web
muito interessantes, as quais ndo se pode evidenciar aravés de uma andise individud

sobre estes tipos de dados.
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| dentificacdo de transacdo: Dados de usuérios da Web estdo aglomerados
em vaios logs, os quais s formados pelas mesmas caracteristicas de dados. Entéo,
exisge a vantagem destes dados serem andisados de forma conjunta e de forma mais
detalhada, porém ha também a desvantagem de ndo se poder andisar diretamernte estes
arquivos sem antes separar estes dados em conjuntos pertinentes a andise, pois a andlise
pode ser feita a partir de micro tendéncias ou das macro tendéncias, logo precisando ser
efetuada sobre micro ou macro conjuntos de dados. Existe grande dificuldade na
escolha do conjunto de dados a serem andisados, ou sga, quando € mais adequado usar

macro ou micro conjuntos de dados.

Tendo em vida 0 exposto acima, € consderado que hgja a necessidade de se
aplicar cada vez mais a TransagOes de Rede, as quas visam agrupar itens sgnificativos,
gue geram tendéncias, em grupos, antes de passar 0s dados para 0 sistema de mineracao.

2) O Processo de Mineracao

O componente principa do Web Mining € a mineracéo propriamente dita.
Como se discutiu neste trabaho, Web Mining adaptou técnicas utilizadas no campo da
mineracdo de dados, bancos de dados, recuperacdo de informacdo, etc, como também
desenvolvendo dlgumas técnicas préprias, como por exemplo andise de caminhos na
Web, porém ainda exise muito trabalho a ser feito nesta area, se adaptando técnicas ja
conhecidas em processos de mineracdo, como também desenvolvendo novas técnicas.
Cooley e. d. sdienta que é muito importante que se leve em consideracdo 0s seguintes
aspectos[CMJ 95]:

Novos Tipos de Conhecimento: Web Usage Mining visa a mineracéo de
dados para busca de informagdes relevantes, e faz isso aravés de regras de associacao,
sucessies temporais, agrupamentos e expressdes de caminho. Devido ao fato da Web
estar continuamente se expandido, surge a necessdade de se entender novos tipos de

conhecimento sobre comportamento de usuario que precisam ser minerados.

Melhorias nos Algoritmos de Mineracdo: a qudidade de um agoritmo de

mineragdo pode ser medida em termos da efetividade da mineracdo e de sua eficiéncia
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computaciona. Porém deve-se considerar que sempre havera a necessidade de se

melhorar os adgoritmos de mineracéo, levando-se em consideracdo os aspectos citados.

Atualizacdo do Web Mining: Naturamente, conjuntos de dados de uso da
Web sfo incrementados diariamente. Consequentemente, ha uma necessdade de s
desenvolver dgoritmos de mineracdo que suportem ta crescimento dos conjuntos de

dados, conseguindo manter sua eficiéncia

Mineracdo de Dados Distribuida: naturdmente, conjunto de dados de
usuarios na Web estfo organizados de forma distribuida. E 16gico que , se todos os
dados presentes nos logs fossem integrados, se conseguiria obter Gtimas informagoes
aravés da mineracdo, mas ta integracdo € impraticdvel de se redizar, tendo em vida a
grande quantidade de dados existentes na Web. Consequentemente, se faz necessirio
um aprimoramento dos conhecimentos de mineragdo, levando-se em conta edta
digtribuicdo, para que se condga integrar uma maior quantidade de arquivos log e com

is0 se formar um moddo mais incluso.

3) Analise de Conhecimento Minerado

Os dgoritmos para mineracéo de conhecimento atuais ndo sdo de facil
entendimento para 0s seres humanos e, consequentemente hd uma necessdade de se
desenvolver técnicas e ferramentas que giudem a compreensdo por parte do andista dos
dados obtidos. A seguir serdo citados aguns assuntos que devem ser condderados em
relacéo a esta &rea [CMJ 95]:

Ferramentas de Andlise de Uso da Web: H& uma necessdade de se
desenvolver ferramentas que incorporam métodos edtatidticos, visudizagdo, e fatores
humanos, para fadlitar o entendimento do conhecimento minerado. E inevitvd a
pesquisa por ferramentas inteligentes que possam gudar na interpretacdo do
conhecimento minerado.

Feramentas estas que precisam ter conhecimento especifico sobre o
dominio do problema, para que entéo possa se fazer a filtragem baseada em atributos
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edtatisticos, em regras de descobertas ou padrdes. O processo Web Mining, poderia se
deter mais no uso de agentes inteligentes baseados em padrées de acesso descobertos,

em topologias de redes, em heuristicas que modelem o comportamento do usu&rio etc,

Como um exemplo smples, condderemos um agente que (entre outras
coisas) veifica a redacdo entre a freqléncia de visitas de uma pégina paticular e o
nimero de caminhos de usuario que terminam naquela pagina Edta relacéo poderia ser
usada para determinar se a pégina vidtada congtitui um Unico ponto de entrada ou
alguns poucos pontos. Isto pode sugerir que outros links para a referida pagina

devessem ser colocados, visando um maior nimero de acessos.

Apesar de sar uma tecnologia nova, a qua precisa anda ser bastante
aprimorada e estudada, acreditase muito no potencid da mineracdo de dados de
usuaios no ambiente Web, e grande niUmero de organizagbes ja migraram para esta
nova etapa da mineracdo de dados, tendo em vista os étimos resultados, relacionados ao

lucro, que esta técnica pode trazer.

5.2.2 Tendénciasem Web Content Mining

As técnicas de Web Content Mining, com a utilizacdo de tecnologias bem
conhecidas, como banco de dados, agentes inteligentes, etc, que estéo sendo aplicadas
diviam brutamente a dificuldade em se trabdhar na recuperacdo da informacéo porém
eda técnica ainda encontra grandes dificuldedes de implementacdo. Tavez o0 maior
problema das técnicas de extragdo de informacdo, sgja a especificidade dos sstemas e
ferramentas gerados. Muitos SO podem ser agplicados nos casos para 0s quais foram
criados (problemas juridicos, textos jornaigticos, ec¢) ou em um dominio especifico
[LOH 97].

Segundo Jn Cowie apud Loh, nestes casos, ha necessdade de muito
trabalho e efforco manua para se conhecer contelidos ou edtruturas, pois agum ser
humano deve andisar antes os padrdes dos textos. Portanto, € necess&rio que estes
textos sgam previsivels, ou sga, possuam padrdes coletavels, e isto ainda pode trazer

problemas devido &s fahas possiveis numainspegéo manual [LOH 97].
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Por outro lado, as técnicas que tentam ser genéricas falham por excesso. Ou
sga, S0 vagas demais e acabam por ndo poderem ser aplicadas para casos especificos

porque n&o consideram as diferencas de contexto.

Outro problema s&rio que também pode afetar os processos de Extracdo de
Informacdes é a imprecisio dos termos utilizados nos textos, bem como nos processos

de Recuperacdo de Informagoes.

Os processos de interpretacdo e dgnificacdo na linguagem naturd  sdo
sempre fahos [LOH 97]. Jn Cowie apud Loh comenta que "a escolha de paavras,
frases e edruturas de sentencas afeta a preciséo do significado”, portanto dificultando a

extracdo de informacdes [LOH 97].

Segundo Simon Parsons gpud Loh, dém disto tudo, h& os problemas com o
tratamento de informagbes impefetas, e afirma que, para decidir que informagdes
recuperar e extrair, € preciso modelar as informagtes como elas gparecem em seu estado
natural, no mundo real [LOH97].

Segundo 0 mesmo autor, h4 5 tipos de informagtes imperfeitas:

informagdes incompletas: quando fdtam vdores paa determinados
atributos;

informagBes imprecisas. quando ha variagdes na granularidade dos vaores
(algumas vezes, os valores ndo podem ser medidos com precisio); por exemplo, O
momento no tempo em que ocorreu um evento pode ser medido em anos, meses, dias,

turnos, horas, minutos, €tc;
informacgdes incertas. ocorre porque as decisdes sdo tomadas com base em
fatos que ndo se sabe se o verdade ou ndo, devido &s contradigdes nas fontes da

informacdo ou as representagdes falhas,

infor magdes vagas: decorrentes daimprecisio de termos,
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infor magdes inconsistentes: quando ha valores conflitantes.

O autor ainda sugere agumas técnicas para tratamento das informagtes

imperfeitas, como mostrado a seguir:

O uso de ldgica difusa (fuzzy logic) ou de conjuntos difusos (fuzzy sets)
permitem trabahar com variacbes de critérios de pertinéncia Assm, pode-se dassficar
um demento em conjuntos digintos, mas com graus de pertinéncia diferentes. Por
exemplo, um demento pode ser "bom" com grau X e ser "ruim" com grau Y. Nouro
exemplo, pode-se interpretar que "18 horas' é um hor&io da noite e da tarde a0 mesmo

tempo.

Outra técnica sugerida € a logica probabilistica associada com sstemas de

crenca, para que os fatos possam ser avaliados quanto a sua certeza ou néo [LOH 97].

Além destes problemas todos, outro que recebe menos atencdo (mas ndo é
menos importante) é a falha nos processos de digitacdo dos textos. Muitas palavras séo
incluides em textos com a grafia erada Antes que se possa Utilizar técnicas de

recuperacd0 e extracdo de informagBes, sera necessaio corrigir tais paavras.

5.3. Fornecedor es de Banco de Dados na Trilha da Web

Nesta secdo, sfo citados aguns exemplos, baseados em Manzonini, de
empresas fornecedoras de Banco de Dados que mudaram seus rumos em direcdo a Web,
pelo fato da Internet estar indo cada vez mais para o0 pelotdo de frente, a fim de atacar o

mercado corporativo.

Séo citados agui dguns exemplos. em julho, em seu tradicional evento de
usuarios nos Estados Unidos, a Informix langou o Informix Internet Foundation.2000,
seu banco de dados pronto para a Web. No fina de agosto, a Sybase apresentard o EIP
(Enterprise Information Portal). A IBM acaba de lancar a versdo 6.1 do DB2 com todos

0S pré-requistos para auar no universo Web. A Progress aposta numa s&rie de
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ferramentas, integradas a0 BD, para atacar esse nhovo mundo. E a Oracle, lider do
mercado, joga suas fichas no Oracle 8i. [MAN 99]. Abaixo estd dgumas

caracterigticas dos s stemas de banco de dados de cada um dos fabricantes mencionados;

IBM: o banco de dados vem com uma s&rie de funciondidades embutidas,
como suporte a Java, JDBC, linguagem Perl e integracdo com os principais servidores
Internet do mercado.

Informix: acaba de langar o Informix Internet Foundation.2000, BD voltado

para a Web. Ele sera o dicerce para rodar as aplicagdes treach e Fsdl. Foco em

solugdes.

Oracle: 0 Oracle 8i é a edratégia da empresa para 0 universo Web. Faz
pate de um plano de trandformar a companhia numa provedora de solucBes para o

segmento de e-business

Progress. com suas ferramentas, como o Webspeed e o Apptivity, quer
gjudar as software houses a portar suas solucdes paraa Web

Sybase: a edratégia Web esta sendo delineada. Em agosto, apresenta o EIP
(Enterprise Information Porta). Em outubro, chega seu BD pronto para a \Web.

5.4. Produtos Data Mining

Exigem inlmeras ferramentas paa Data Mining, bem como diversos
fornecedores e fabricantes. As principais ferramentas e respectivos fabricantes que estéo
atuando no mercado sfo listados abaixo na tabela 5, segundo o catdogo audizado em
27/03/2000 pela Systens Incorporated (http:/Mww.Igisysemscom), separados por
categoria.
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{PRIVATE}Case-Based Reasoning

CBR-Works 4 TECINNO - http://www.tecinno.de

Emerad Empower Emerdd Intelligence - http://mww.emeradi.com
Induce-It Inductive Solutions, Inc. - http:/Amww.inductive.com
KATE-CBR AcknoSoft - http:/Amww.acknosoft.fr

ReCdl Alice — http:/iMmww.dlice-soft.com

The Easy Reasoner The Haey Enterprise, Inc. - http:/mww.haey.com

Data Visualization

Alterian Nudeus

Alterian Limited - http://www.dterian.com

Axum Mathsoft - http://mww.mathsoft.com
ChartWorks Server Visud Mining - http:/Amww.visualmining.com
Cognos Visudizer Cognos Corporation - http://www.cognos.com
Coronado Portola Dimensond Systems -
http://ww.portolasystems.com
Belmont Research Incorporated -
CrossGraphs http:/Amww.bel mont.compo
Computer Concepts Corp. -
D.B. Express http:/?www.com;e)ﬁtercongeptscom
Data Desk Data Description - http://www.datadesk.com
DataVisudization Computer Science Innovations, Inc. -
Workstation http://picard.cahg.com/CS|
DataMiner 3D Dimengon 5 - http:/mww.dimenson5.sk
DataScope Mindmaker - http://mwww.mindmaker.com
DaaViga VINVisudize, Inc. - http:/Amww.visudizetech.com
Drill Down Vasanth Desal - http://members.tripod.com/~vpdesai
Facet Facet Decison Systems, Inc. — http://www.facetps.com
Gific LMI — http:/Mmww.gific.com
Heatmaps NeoVison Hypersystems - http://www.neovison.com
IDL Research Systems, Inc. - http://Awww.ranc.com
Iglass 12 Inc — hitp://www.i2group.com
[lluminator Visudize, Inc. - hitp://mww.visudlizetech.com
In3D Vigble Decigons, Inc. - http:/Amww.vdi.com
Jwave Visua Numerics, Inc. - http:/iAww.vni.com
MAX Maximd Innovative Intdligence -
http://Amww.maxsw.com
Metaphor Mixer Maxus Systems - http://mwww.maxussystems.com
M odel Sheet iWorker - http://www.iworker.com
Nested Vison3D NVison Software Systems - hitp://www.nvss.nb.ca
NetMap Alta Andytics - http://iwww.dtaanaytics.com
OpenViz Advanced Visud Systems - http://www.avs.com

Paralld Visud Explorer

IBM — http://www.ibm.com

Portdl

Electrohouse - http://em7.com

SAS System SAS Indtitute - http://www.sas.com

SOMine Eudaptics Software GmbH - http://www.eudaptics.co.at
Spotfire Spotfire AB - http://mww.spotfire.com

TableLens Inxight Software - http://mww.inxight.com

TempleMVV Mihaisn Associates, Inc. - http://mww.corptech.com/
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TowerView High Tower Software - http:/Amww.high-tower.com
Visud Ingghts Lucent Technologies - http:/Mmww.visudingghts.com
Visualinks Visud Andytics- http://mww.visudandyticscom
\E’:(?)ﬁr'éa'on Data IBM — http://eagle.amaden.ibm.com/dx

. . Artificid Intelligence Software SpA -
VisMine http:/AMww.visudmine.com
VRCharts AlterVue System http://www.vrcharts.com
VRDev EM7 — http://lem7.com
Fuzzy Query and Analyss

. HyperLogic Corporation -

CubiCalc htt:/Avww. electriciti.convhi/chc htmi
FuziCdc FuziWare, Inc. - http://www.corptech.com
Fuzzy Data Explorer Metus Systems - http://www.metus.com
FuzzyDecisonDesk Fuzzy Logik Systeme GmbH - http:/Mmww.fuzzy.de
FuzzyQuery Sondysts - http:/mww.sonadysts.com/fuzzy.htm
FuzzyTECH for Business Inform Software - http://mwww.fuzzytech.com
Z Search Zaptron - http://www.zaptron.com

K nowlege Discovery

Aira

Hycones I T - http://www.hycones.com.br

ALICE dlsoft Alice — http:/mwww.dice-soft.com
AnswerTree SPSS - http://www.spss.com
AT Sigma Data Chopper Advanced Technologies - http:/mww.aisigma.com
Athena Knowledge Server | Triada— http://www.triada.com
Atlas Sofresud - http://Mmww.sofresud.com
: : Business Objects, Inc. -
BusinessMiner http://www.tj)usi nessobjects.com
Capri Minel T Software Ltd - http:/Aww.mineit.com

CCM Data Corrdation
Model

Applied Technicd Systems -
http://www.apptechsys.com

C5.0 RuleQuest Research - http://www.rulequest.com
Clementine SPSS — http://www.spss.com
Clustan Clugtan Ltd. - http:/Amww.clustan.com
Data Surveyor Data Didtilleries - http:/Aww.ddi.nl
DetaBase Mining HNC Software Inc. - http://www.hncs.com
Marksman
DataDetective Sentient Machine Research - hittp:/mww.smr.nl
DataEngine MIT GmbH - http:/AMww.mitgmbh.de

, REDUCT & Lobbe Technolgiesinc. -
Datal.ogic/R http://oun/vorld.compuserve.gorNhomepageﬂreduct
DataMite Logic Programming Associates — http://iwww.Ipa.co.uk
DataSMARTS Cognition Technologies Corporation
DataX Zaptron - http://www.zaptron.com
DBMiner DBMiner Technology - http://www.dbminer.com
Decision Force Pro-Action - http://www.proaction.gr
Decison Ligt Learner Schenley Park Research - http://www.schenley.com
Decison Series Accrue Software - http://www.accrue.com
Discoverer TriVida- http://www.trivida.com
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Discovery Server Pilot Software, Inc. - http://www.pilotsw.com

Dowser Redshed Software - http://www.redshed.tsx.org

Enterprise Miner SAS — http://www.sas.com

ESX Information Acumen - hitp:/Aww.infoacumen.com

Gavano PMSI - - .
http://ctw.citeweb.net/desactive/index.htm?pms

Heatseeker WhiteCross Systems - hitp://www.whitecross.com

Inteligent Miner IBM — http:/AmwwLibmlink.ibm.com

K.wiz K.wiz Solutions - http://Aww.kwiz- ol utions.com

KDD Explorer SRA — http://mww.knowledgediscovery.com

Kepler Didogis - http://mww.diaogis.de

Knowledge Access Suite Information Discovery - http:/mww.datamining.com

KnowledgeMiner Script Software - http://ww.scriptsoftware.com/km

KnowledgeSTUDIO

ANGOSS Software Internationa -

http://Aww.angoss.com
Mineset Silicon Grgphics -
http:/Amww.sgi.com/Products/software/MineSet
Model Quest Enterprise AbTech Corporation - http://www.abtech.com
Ngram Transform-DB Triada- http://www.triada.com
Data Mining Technologies, Inc. — http://www.data-
Nuggets mine.com
Intelligent Systems Research -
ODBCMINE http:/Aww.xmlmethods.com
Omega KiQ — http://Aww.kig.com
Oracle Darwin Oracle - http://www.oracle.com
Orchestrate Torrent Systems Inc. - hitp://www.torrent.com
Pattern Magnify, Inc. - http:/Avww. magnify.com
. Continuum Software, Inc. -
PV/FtreView http:/Aww.continuums.com
S-Hus MathSoft - http://www.mathsoft.com
Scenario Cognos - http://www.cognos.com
SmartMiner GRIMMER Logiciés - http://Aww.grimmersoft.com
SphinxVison ASOC AG - http://mww.asoc.de
SuperQuery Azmy Thinkware Inc. - http://www.azmy.com
Syllogic Data Mining Tool | Syllogic - http:/Aww.syllogic.nl
Synera Synera - http://www.syneracorp.com
TeraMiner Stats NCR — http://www.ncr.com
ThinkBase Science in Finance - http://www.thinkbase.com
To-The-Point Bennely Software - http://www.topsoft.com/main
VidRex CorMac Technologies - http://www.cormactech.com
WizZWhy WizSoft, Inc. - http://mww.wizsoft.com
)Fgr%ﬁ“ltel;euleAndyser, Attar Software - http://www.attar.com
Zoom'nView SkyGate Development ApS - http://www.skygate.dk
Neural Networks
BackPack Z-Solutions - http:/Awww.zsolutions.com
Braince Promised Land Technologies — http:/promland.com
BrainMaker Cdifornia Scientific Software — http://Awww.casci.com
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BrainSheet Bitstar Internationd - http//www.bitstar.com
Easynet for Windows Renascence Partners Ltd. - http:/Amww.rpl.com
4" Mougnt Cognos - http:/Aww.cognos.com
NeuFrame/NeuroFuzzy NCS — http://Aww.ncs.co.uk

Neurd Connection

SPSS Inc. - http://www.spss.com

Neura Network Browser

Apredl, Inc. - http://members.aol.com/apreal

Neura Technologies

Neural Technologies - http://mww.neurat.com

NeuralNet Tutor Adv.anced Technology Transfer Group -
http://www.attg.com
Cheshire Engineering Corporation -
Neuralyst For Exce http:/Aww.cheshireeng.com
NeuroGenetic Optimizer BioComp Systems - http://Aww.biocompsystems.com
Ward Systems Group, Inc -
NeuroShel http://www.wardsystems.com
NeuroSolutions NeuroDimension, Inc. - hitp://www.nd.com
NNB Apredl - http://members.aol.com/apreal/NNB
Partek Partek Incorporated - http://www.partek.com
Pettern Recognition . ] .
Workbench Unica- http:/Aww.unica-usa.com
SENN Semens Nixdorf - http://Aww.sni.de
Smulator Matrica- http://www.matrica.org
Synes Synes - http://Awww.synes.com

[DWINFOCENTER, 2000]

Tabela 5 — Produtos Data Mining e suas Respectivas Areas
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6 Conclusoes

E indiscutived o crescente avango des ferramentas de Data Mining. Elas
estédo se tornando cada vez mais importantes no mundo dos negécios, tendo em vidta

que sfo “intdigentes’ o bagtante para adquirirem, com enorme precisio e eficiéncia,

relagtes entre informagdes, que para nds, seriam muito mais complexas e onerosas.

Sua lidificacdo é certa, pois o nimero de informagbes que SO
manipuladas pelas organizagbes cresce muito a cada dia. Com isto ocorre um grande
acumulo de dados nos bancos de dados da empresas, 0s quais necessitam de mineraco.
O Data Mining € uma nova forma de explorar estes dados, gjudando a propria empresa a

manter-se no mercado.

N&o devemos, porém, tratar o Data Mining como a solucdo para uma
empresa evoluir, ou como a solugdo para “acabar com as concorrentes’. Antes de sair
correndo atrés desta nova tecnologia para implantala, € necessario organizar bem os
dados da empresa, plangjar bem 0 escopo do negécio a ser estudado, dém de dados
confidveis. Em muitos casos, para solucionar este problema, deve-se primeiro gplicar o
Data Warehouse.

Deve-s levar em conta também a relacéo custo/beneficio da implantacéo,
em funcdo de ser uma tecnologia de efeitos progressivos, isto €, os resultados sfo vistos

ppoUCO a PouCo.

Também devemos levar em consideracéo o fator humano para 0 sucesso de
um solugdo de Data Mining, gpesar de ser uma tecnologia que aua praticamente de
forma automatizada, a decisfo find sempre cabera a pessoa envolvida no negocio, pois
de nada adianta ter um ambiente com computadores de Ultima geracdo espahados pelas
mesas dos gerentes da empresa, interligados a um Data Warehouse, sem que 0S mesmos

consgam extrair todo o potencid e riqueza de informagoes.

Dentro do ambiente Web podemos notar também, o grande crescimento da

aplicacéo de técnicas Data Mining, pois a popularidade da Web continua aumentando, e



115

com isso cresce a necessidade em se desenvolver ferramentas e técnicas que gudardo a
melhorar sua utilidade globd. Desde que uma das metas principais da Web € agir como
um recurso de informacdo digtribuida peo mundo inteiro, v&ios esforcos sdo somados

para o desenvolvimento de técnicas que facilitem esta distribuicdo de informago.

O termo Web Mining foi usado para se referir a tipos diferentes de técnicas
gue abrangem uma variedade de assuntos, porém a tecnologia denominada Web Mining,
por ser extremamente recente, ainda possui um vocabuld&io pouco especifico, 0 que gera
confusdo por parte das pessoas. Ha, entdo, uma necessidade de se desenvolver um

vocabulério comum paratodos estes esforcos.

O objetivo deste trabaho foi apresentar a tecnologia de Data Mining na
busca de conhecimento na Web. O processo de mineragdo de dados vem se destacando
muito nas aeas em que vem sendo empregada, devido a grande necessdade existente
de ¢ andisar dados que etéo dispostos, algumas vezes, de forma desorganizada ou de
forma implicita dentro de um Banco de Dados, e que, se extraidos de forma correta,
serdo de grande utilidade. Através deste trabaho foi estudado a tecnologia de mineracéo
de dados, visando sua exposicao desde sua area inicid de atuacéo, ou sgja, aplicada a
banco de dados tradicionais de organizagbes até sua atud Uutilizagdo na Web, que
originou-se a partir das técnicas que se destacaram na primeira aplicacdo citada. Além
de proporcionar a consolidacdo de conhecimentos de banco de dados, dgoritmos,
edtruturas de dados, etc., este trabaho permitiu a elaboracdo de material de pesquisa
desta téo atua e promissora tecnologia, a qual merece muita atencdo tanto por parte das
empresas fornecedoras deste tipo de servigo, como por parte de pesquisadores, tendo em
vista que a consolidacdo desta tecnologia ja € dada como certa por grande nimero de

andistas da area.
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